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RESUMO

Neste trabalho exploramos um pouco da mateméatica por tras de um dos algoritmos
que fizeram do Google uma das empresas mais bem sucedidas do mundo. Estamos nos
referindo ao algoritmo PageRank. Ele é responsavel por atribuir a cada pagina da Web
uma pontuacgao de importancia, que é utilizada, conjuntamente com outras variaveis, para
ranquea-las. Almejamos saber quais sao e como sao aplicados os conceitos mateméaticos
pelo algoritmo PageRank do Google para se atribuir tal pontuacao de importancia a
cada pagina da Web. Concomitantemente, também buscamos expor uma nocao intuitiva
do algoritmo. Para isso, optamos por uma pesquisa bibliografica, com uma abordagem
qualitativa e natureza bésica pura. A qual nos possibilitou encontrar, por tras do algoritmo,

uma das mais interessantes aplicagoes da Algebra Linear e da Teoria da Probabilidade.

Palavras-chave: PageRank; Cadeias de Markov; Algebra Linear; Google.



ABSTRACT

This work is dedicated to explore a part of the mathematics behind one of the algorithms
that made Google one of the world’s most successful companies, the PageRank algorithm.
The PageRank algorithm assigns an importance rating to each web page that is used,
together with other variables, to define a ranking between them. We aim to explore
which mathematical concepts are used to define this rating and how are they applied.
We also seek to expose an intuitive notion of the algorithm. For this purpose, we opted
for bibliographical research with a qualitative approach. Our research allowed us to find,
through such algorithm, one of the most interesting applications of Linear Algebra and
the Theory of Probabilities.

Keywords: PageRank; Markov Chains; Linear Algebra; Google.
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INTRODUCAO

Embora tenha surgido nos anos sessenta como resultado de um esforgo do sistema
de defesa dos Estados Unidos de tornar a comunidade académica e militar partes de uma
rede de computadores capaz de sobreviver a um ataque nuclear, até os anos de 1990 a
Internet ainda era restrita a esse ptblico. No entanto, foi a criagdo de uma nova tecnologia,

baseada na Internet, que mudou essa concepcao.

A World Wide Web (WWW) revolucionou o compartilhamento de informagoes.
A iniciativa, concebida pelo pesquisador Tim Berners-Lee quando ainda participava da
Organizacao Europeia para a Pesquisa Nuclear (CERN), tinha objetivo duplo. Primeiro,
criar uma interface de usuario tnica e facil para todos os tipos de informacao, para que
todos pudessem acessa-la; segundo, tornar tao facil adicionar novas informacoes que a
quantidade e a qualidade da informacao on-line aumentariam (BERNERS-LEE, 1992).
Logo, nao demoraria muito para que o uso da WWW “explodisse”. Ao leitor interessado
em um estudo mais profundo sobre a World Wide Web, além de aspectos histéricos,
recomendamos (BERNERS-LEE, 1992; STOLFI, 2010).

O fato é que o nimero de paginas/informagoes na Web comegou a crescer de forma
exponencial, tornando-a grande e heterogénea. Recuperar as informacoes passou a ser
um desafio (PAGE et al., 1999). Surgia a necessidade de meios eficientes para essa tarefa.
Assim, comecava a entrar em cena as ferramentas de busca, isto é, sites especializados em

localizar outros sites (MORAIS; AMBROSIO, 2007).

Os diretérios foram as primeiras ferramentas desenvolvidas para localizar os
recursos na Web, vindo a preceder os mecanismos de busca (CEND()N, 2001). Para
localizar as informacoes o usuario teria que navegar pelas categorias e subcategorias que
o diretério disponibilizava, criadas, em sua maioria, manualmente, e torcer para que ele
possuisse alguma pagina relacionada com o assunto que estava sendo buscado pelo usuario.
Esse trabalho manual para criar as categorias de paginas foi possivel no inicio, no entanto,
conforme o nimero de paginas na Web tomava grandes proporgdes em um curto espaco
de tempo, isso acabava se tornando impossivel. Entao, comecaram a surgir os motores de

busca.

Segundo (BRYAN; LEISE, 2006), um motor de busca, tal como o Google, faz
trés coisas: primeiro, ele localiza, com auxilio de robds, conhecidos como spiders, bots ou
web crawlers, todas as paginas da Web com acesso publico; segundo, ele indexa todas

as paginas que visitou na primeira etapa, a partir de palavras-chave de cada uma delas;
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terceiro, ranqueia todas as paginas em seu banco de dados, para que, quando um usuario
arbitrario realizar uma pesquisa, as paginas mais importantes, dentre o subconjunto de
paginas que possui relacao com a pesquisa do usuario, sejam mostradas primeiro. E é essa

ultima etapa que exploramos neste trabalho.

O Google, em especial a sua eficiéncia e precisao em fornecer resultados para as
buscas dos usuarios, nos despertou a curiosisade. Em pesquisas preliminares descobrimos
que, atualmente, para que esse site de busca consiga sempre fornecer resultados precisos,
ele utiliza diversas variaveis e algoritmos, muitos dos quais sob segredo, afinal eles sao a
chave do sucesso dos motores de busca. No entanto, um algoritmo foi primordial para que o

Google se tornasse a poténcia que é atualmente. Estamos falando do algoritmo PageRank.

Um algoritmo nada mais é do que uma sequéncia finita de passos. Mas quais
sao esses passos? Isso depende do problema que queremos resolver. Os dois colegas de
doutorado da Universidade de Stanford, Larry Page e Sergey Brin, queriam resolver algo
literalmente grande: ranquear as paginas da Web em termos da sua “importincia” (PAGE
et al., 1999). E eles conseguiram. Em 1996 Page e Brin langaram o algoritmo PageRank,
capaz de ranquear as paginas da Web em termos da sua importancia. Na verdade, isso foi
fruto do problema de tese de Page: entender a estrutura matemdtica subjacente a internet,
ideia essa que havia sido proposta pelo seu orientador Terry Wilnograd: estudar a estrutura
de links inerente a internet (SANTIAGO, 2021).

O algoritmo PageRank foi um marco. Embora ja existissem mecanismos de busca
tais como Yahoo! e MSN, eles funcionavam, em sua essencia, como contadores de palavras
(SANTIAGO, 2021). Ou seja, o buscador iria fornecer como resultado para uma busca
as paginas da Web que possuissem o maior nimero de palavras ou frases que haviam
sido pesquisadas. E qual o problema desse método? Um, bem claro, é que ele poderia ser
facilmente enganado. Por exemplo, se cridssemos uma pagina na Web e nela colocassemos
apenas a sigla [IFPB, milhares de vezes, ela certamente seria apresentada em primeiro

lugar, ao invés da pagina oficial do IFPB.

Page e Brin resolveram combinar o ranqueamento de paginas da Web, proporcio-
nado pelo algoritmo PageRank, com a contagem de palavras em um novo buscador; nascia,

entdo, o Google (SANTIAGO, 2021).

Motivados pelo que discorremos até aqui, este trabalho tem como proposta
responder a seguinte pergunta: quais sio e como sdo aplicados 0s conceitos matemdticos
pelo algoritmo PageRank do Google para se atribuir um valor de importancia a cada pdgina
da Web? Para tal, estabelecemos os seguintes objetivos especificos: apresentar um problema

da Olimpiada Brasileira de Matemética (OBM) e explorar as relagoes com o algoritmo
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PageRank; estudar algumas nogoes da teoria dos grafos no estudo da Web; investigar os
conceitos matematicos que o algoritmo PageRank aplica e justificar como o algoritmo

aplica tais conceitos para se atribuir um valor de importancia a cada pagina da Web.

Para alcancar os objetivos que propusemos, recorremos a uma pesquisa qualita-
tiva, pois almeja a descricdo minuciosa dos fendmenos e dos elementos que a envolvem
(AUGUSTO et al., 2013). Os dados analisados foram obtidos, em sua maioria, a partir de
livros e artigos cientificos. Desse modo, se trata de uma pesquisa bibliografica. Além disso,
é de natureza bésica pura, pois visa, unicamente, a ampliagdo do conhecimento (GIL et
al., 2017).

Sobre a estrutura deste trabalho, iniciamos explorando um dos problemas da OBM.
O mesmo nos permitira introduzir, de forma didatica, as principais nog¢oes matematicas
necessarias ao entendimento do algoritmo PageRank, além de sua nocao intuitiva. Em
seguida, no Capitulo 2, objetivou-se modelar o algoritmo, além de expor as devidas

justificativas. Por fim, sdo apresentadas as consideragoes finais acerca do presente trabalho.
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1 A NOCAO INTUITIVA DO ALGORITMO PAGERANK

Neste capitulo apresentamos uma das nogoes intuitivas do algoritmo PageRank,
além do estudo de algumas nocoes preliminares que nos ajudarao no capitulo 2. Isso sera
feito a medida que solucionamos um dos problemas da Olimpiada Brasileira de Matematica
(OBM). Ademais, o desenvolvimento deste capitulo foi baseado nos trabalhos (PAGE et
al., 1999), (BOLDRINI et al., 1980), (MALAJOVICH, 2021), (SILVA; JUNIOR, 2011) e
(POOLE, 2014).

Page et al. (1999), Boldrini et al. (1980), Malajovich (2021), Silva e Junior (2011)
e Poole (2014).

1.1 A RA DO E O ALGORITMO PAGERANK

A XXXI OBM, nivel universitario, em um dos seus problemas nos apresenta a ra
Do, que descansa no vértice A de um triangulo equilatero ABC. A cada minuto, D6 salta
para um dos vértices adjacentes, com probabilidade p de o salto ser no sentido horario e
1 —p de ser no sentido anti-horario, com p € (0,1). Entao, em seu item a, nos pede para
mostrar que, conforme o niimero de saltos tende ao infinito, a probabilidade da ra estar no
vértice A é de 1/3.

Embora nao pareca, esse problema possui uma certa relacao com o algoritmo

PageRank. Mas, antes de apresentd-la mostraremos o que se pede.

Primeiramente podemos tentar visualizar a situagdo descrita. A Figura 1.1 repre-
senta os vértices A, B e C do nosso tridngulo equilatero. As probabilidades dos saltos sao
indicadas pelas setas. Além disso, destacamos com a cor verde o vértice em que Do se

encontra inicialmente, isto €, sua posicao inicial.

Figura 1.1 — Representacao do problema da ra Do

I—p

Fonte: Autoria prépria, 2022.

Consideremos que a,, (respectivamente b, e ¢,,) indica a probabilidade da ra Do
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estar, ap6s n saltos, no vértice A (respectivamente B e C'). Como queremos mostrar que
an — 1/3 quando n — oo, seria interessante encontrar uma forma de generalizar o valor
de a, para um n € N qualquer. Com isso em mente, vamos calcular a, para os valores

iniciais de n e ver o que acontece.

Quando n = 0 estamos nos referindo a posic¢ao inicial da ra Do, que é fornecida
no problema. Assim, ag =1 e bg = cg = 0. Isto é, para n =0 a probabilidade da ra estar
no vértice A é de 100%, de estar no vértice B é de 0% e de estar no vértice C' é de 0%.
Quando n =1 temos a; =0, by =1 —p e ¢; = p. Quando n = 2 devemos fazer uma analise

mais cautelosa.

Primeiramente vamos calcular as. Queremos descobrir a probabilidade da ra estar
no vértice A ap6s dois saltos. Uma primeira alternativa seria saltar para o vértice B e, em

seguida, saltar de volta para o vértice A. Veja a Figura 1.2.

Figura 1.2 — Primeira alternativa de saltos até o vértice A

(a) Posicgao inicial (b) Salto 1 (c) Salto 2

Fonte: Autoria prépria, 2022.

Se P ¢ a probabilidade de Do seguir esse caminho, entao P = (1 —p)-p. Note que
by =1—p, assim

P=b;-p.

Uma segunda alternativa para se chegar ao vértice A, apés dois saltos, seria seguir

o caminho indicado na Figura 1.3.

Figura 1.3 — Segunda alternativa de saltos até o vértice A

(a) Posigao inicial (b) Salto 1 (c) Salto 2

Fonte: Autoria prépria, 2022.
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Novamente, se () é a probabilidade de D6 seguir esse caminho até o vértice A,

entdo ) = p- (1 —p). Ou ainda, como ¢ = p,
Q=c-(1-p).

Veja que as Figuras 1.2 e 1.3 representam as tnicas alternativas para Do ir até o

vértice A apods dois saltos. Logo, as serd dado pela soma de P e @:

ag="b1-p+ci-(1—p).

De forma analoga, tem-se

bo=a1-(l—p)+c1-p e ca=ar-p+b-(1—p).

Perceba que a; =0, o que nos levaria a bg =c1-p e co = by - (1 —p). Mas, o nosso
objetivo é fazer o leitor perceber que podemos determinar as probabilidades futuras as, bo
e ¢ apenas conhecendo o vértice em que a ra se encontra no momento atual, isto é, apos

o salto 1. Para deixar essa ideia mais clara vamos calcular ag, b3 e c3.

Agora Do dara trés saltos. Dessa vez nao precisamos de nenhum diagrama. Come-

caremos calculando as:

e Se o estado atual da ra apds o segundo salto é o vértice B, cuja probabilidade é bo,

entdo, para se chegar ao vértice A, o terceiro salto deve ser no sentido horario (p).

e Se o estado atual da ra apds o segundo salto é o vértice C, cuja probabilidade é ca,

entao, para se chegar ao vértice A, o terceiro salto deve ser no sentido anti-horario
(1—p).

Portanto,

a3 ="by-p+ca-(1—p).
Analogamente,

by=az-(1—p)+c2-p e c3=az-p+by-(1—p).

Nao importa a quantidade n de saltos, as probabilidades futuras a,, b, e ¢,

dependem apenas do vértice em que a ra se encontra no salto imediatamente anterior,
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n — 1. Isso nos permite escrever, como queriamos, a seguinte generalizagdo para ay,by € c,:

anp = p‘bnfl‘k(l_p)'cnfl
b, = p'cnfl‘i‘(l_p)'anfl
Cpn = p'an—l+<1_p)'bn—l-

Ou ainda, em forma de equagao matricial:

bp|=11=p 0  p | |bp]- (1)
Cn p l—p 0 Cn—1

Entao, como devemos continuar? Essa equac¢ao matricial parece bem complicada
de resolver. No entanto, a matriz dos coeficientes possui algumas propriedades que podem
nos ajudar a chegar a uma solugdo. Mas, para que consigamos compreendé-las, precisamos

estudar algumas nogoes de um novo conceito, a saber, cadeias de Markov.

1.1.1 Cadeias de Markov

Um processo estocdstico é definido como um conjunto de variaveis aleatorias (X)
indexadas por um indice ¢ pertencente a um conjunto 7. Geralmente 7" é um conjunto de
inteiros nao-negativos. Mas, o que seria uma variavel aleatoria? Uma varidvel aleatoria
nada mais é do que uma fun¢do que descreve os resultados de um experimento através de
valores numéricos. Por exemplo, considere a seguinte situagao, onde a variavel aleatéria

X; representa o estado de uma maquina no tempo ¢, em minutos.

0, se a maquina estiver ligada
X = , comt e N. (2)
1, se a maquina estiver desligada

O conjunto E de valores que a variavel X; pode assumir é chamado de espaco de estados.
Nesse caso F = {0,1}.

A cada minuto ¢ a maquina pode estar ligada (Xy = 0) ou desligada (X =1) e a
variavel aleatéria X representa o estado da maquina no minuto 1, X representa o estado
da méaquina no minuto 2 e assim por diante. Ou seja, para cada t € N, X; é uma variavel
aleatéria. Portanto, nesse exemplo, o conjunto {Xy,t € T =N} é o que definimos como
processo estocastico. Além disso, esse processo estocastico é classificado como: estado

discreto (o conjunto E é enumeravel) e tempo discreto (o conjunto 7' é enumeréavel).

Uma forma de representar um processo estocastico graficamente é através de

diagramas. Do exemplo anterior suponha que: quando a maquina estiver no estado 0 a
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probabilidade de permanecer no estado 0 seja de 1/2 e de ir para o estado 1 seja 1/2,
quando a maquina estiver no estado 1 a probabilidade de permanecer no estado 1 seja de

3/4 e de ir para o estado 0 seja de 1/4. A Figura 1.4 representa essa situagao.

Figura 1.4 — Representacdo de um processo estocastico

1/2

1/2@3/4
1/4

Fonte: Autoria prépria, 2022.

Um processo estocastico serd um processo de Markov (ou markoviano) quando a
ocorréncia de um estado futuro depender apenas do estado atual. Isto é, a probabilidade
dos eventos futuros nao dependem dos eventos passados, vindo a depender apenas do
estado atual. O processo estocédstico da Figura 1.4 é um dos mais simples casos de processo
de Markov. Veja que, se a maquina estiver no estado 1 (desligada), entdo a probabilidade
de transigao do estado 1 para o estado 0 depende apenas do estado atual (estado 1),
independendo do estado em que a maquina estava anteriormente. Ou seja, o estado atual
é suficiente para determinar a probabilidade de transicao para qualquer estado futuro.
Matematicamente, isso equivale a escrever a seguinte igualdade entre probabilidades

condicionais:
PXi=a | Xim1=ap—1,.... X1 =21, Xo=20) = P(Xy =24 | X4—1 = 24-1). (3)

Ou seja, a probabilidade de estar no estado z; no instante ¢t depende somente do estado no
instante ¢ — 1, independendo de todos os estados anteriores (X;_2, X;_3,..., X1, X0). Essa
propriedade chama-se propriedade de Markov. E qualquer processo estocastico em tempo

discreto e estado dicreto com a propriedade de Markov é definido como cadeia de Markov.

Perceba, entao, que a Figura 1.1 é, também, uma representagao de uma cadeia
de Markov. Nela temos os estados A, B e C, que podem ser associados aos valores 1, 2 e
3, respectivamente. Veja que, se a ra Do estiver no estado 2 (vértice B) e quiser atingir
o estado 3 (vértice C'), a probabilidade transi¢ao do estado 2 para o estado 3 depende

apenas de ela esta no estado 2.

Assim sendo, vamos continuar explorando outras caracteristicas a partir do nosso
problema inicial. Porém, primeiro denominaremos de P a matriz dos coeficientes da equagao

matricial (1) e vamos nomear os vetores da seguinte forma:
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Qp
Tp = |by
Cn
Assim, podemos escrever:
Tp=P Tp_1. (4>

Desse modo, se quisermos calcular &1, devemos fazer o produto entre P e o vetor

T
xg. Como a ra se encontra inicialmente no vértice A, temos que xg = [1 0 O} . Ou seja,

1
r1=P-xo=|1—p 0 D 0l =(1—-p]|.
0 0

Os vetores @, sao chamados de vetores de estado de uma cadeia de Markov. A
matriz P é chamada de matriz de transicao. Perceba que uma cadeia de Markov satisfaz
a relagdo (4) para qualquer n € N. Alids, com essa rela¢ao conseguimos obter, de forma
iterativa, qualquer x,, desde que se conheca xg e P. Ou seja, uma cadeia de Markov
fica completamente definida quando se conhece as probabilidades de transicao e o estado

inicial.

Além disso, observando os vetores &g e €1 conseguimos notar duas coisas: primeiro,
as entradas desses vetores sao nao negativas; segundo, a soma de suas entradas é igual a
1. Vetores com essas propriedades sao chamados de vetores de probabilidade. Consegue
notar algo semelhante na matriz P? Isso mesmo, as colunas dessa matriz sdo vetores de
probabilidade. Qualquer matriz quadrada com essas propriedades é chamada de matriz

estocastica. Em outros termos:

Defini¢do 1 (Matriz Estocastica). Uma matriz quadrada M, de ordem nxn e M;; > 0,

¢ chamada de estocdstica se, para toda coluna j, >>; M;; = 1.

A partir do fato de que uma cadeia de Markov fica completamente definida
conhecendo-se o seu estado inicial e as probabilidades de transicao, seria interessante
escrevermos a relacao (4) apenas em fungao delas. E isso é algo bem simples. Veja como

podemos calcular xs:

o =P-x1=P-(P-x9) = P? x0. (5)
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E, em geral,

xn,=P"-xg, com n=0,12,... (6)

Isso nos leva a estudar as poténcias de uma matriz de transi¢cao. Do nosso problema
vamos calcular P2. No entanto, com o intuito de tornar os calculos mais claros, atribuiremos
um valor a p. Como 0 < p < 1, consideraremos que p = 0,6. Entao, ficamos com a seguinte

matriz, que chamaremos de P’:

0 0,6 0,4
0,4 0 0,6
0,6 0,4 0

P/

Assim,

0 06 04| |0 0,6 0,4] [0,48 0,16 0,36
P?=104 0 06| 10,4 0 0,6/ =1036 0,48 0,16
0,6 0,4 0| (0,6 0,4 0O 0,16 0,36 0,48

Primeiro, note que todas as entradas de P’? sdo positivas, o que motiva a seguinte

definicao, que sera essencial no Capitulo 2.

Definicao 2 (Matriz positiva). Uma matriz M € positiva se todas as suas entradas sao

positivas.

Segundo, P"? também é uma matriz estocéstica. O que nos leva a se questionar
se P’ seria algum tipo de matriz de transicio. Consideremos uma de suas entradas, por
exemplo, (P?)31 = 0,16. O diagrama de arvore da Figura 1.5 nos mostra de onde esse

valor vem.

Apés dois minutos (ou dois saltos) existem quatro possibilidades de mudanca
de estado para a ra Do, e isso corresponde as quatro ramificagoes do nosso diagrama.
Estando inicialmente no vértice A, existe apenas uma maneira de ir para o vértice C' apos
dois minutos (destacada em verde na Figura 1.5): a ra, inicialmente no vértice A, ap6s o

primeiro minuto salta para o vértice B e, ap6s o segundo minuto, salta para o vértice C.
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Figura 1.5 — Diagrama de arvore para o estado inicial A da matriz P'?

OR®
0,4
@ o

0,24
0,6 0,4 @

Fonte: Autoria proépria, 2022.

O produto dessas probabilidades nos fornece o valor 0,16, que é exatamente o valor da
entrada (P'?)31.

Desse modo, segue que (P'?)3; representa a probabilidade de mover do estado 1
(vértice A) para o estado 3 (vértice C') em duas transi¢oes. Podemos generalizar esse fato,
para uma matriz de transicdo P, da seguinte forma: (P");; ¢ a probabilidade de mover do

estado j para o estado i em n transicoes.

Agora, nesse caso especifico (p =0,6), o que acontece com 0s nossos vetores de

estado a longo prazo? Vamos continuar fazendo alguns calculos.

0 0,48 0,280
zo = |0],z1=|0,4]| ,w2=P -x1=|0,36|,x3=FP-x2= {0,288/,
0 0,6 0,16 0,432
0,346 [0,336] 0,327]
x4y = P-x3=10,371|,25=P -x4=|0,308|,x6 =P -x5= {0,348,
0,283 0,356 0,325
[0,329] 0,330] 0,335]
x7 = P-x6=0,326],28 =P -x7=|0,337|,29 =P -xg = (0,332 .
0,336 0,334 0,333

Até aqui podemos notar que o nosso vetor de estado estd cada vez mais proximo

T
do vetor {1 /3 1/3 1/ 3} , como se estivesse convergindo para esse valor, implicando que
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a ra Do teria a mesma probabilidade de estar em qualquer um dos trés vértices no longo
prazo, ou seja, conforme n — 00, an, b, € ¢, tendem a 1/3. Além disso, é facil constatar
que, uma vez que essa distribuicao de probabilidade for alcancada, ela nunca mudara.

Entao, simplesmente escrevemos

0 06 0,4][1/3] [1/3
0,4 0 0,6][1/3]=]1/3].
0,6 0,4 0|]|1/3] [1/3

Um vetor de probabilidade & de uma matriz estocastica P com a propriedade de

que Px = x é chamado de vetor de estado estaciondrio.

Perceba que, para calcular o vetor de estado estaciondrio da matriz P’, fizemos

varias iteracoes a partir do vetor de estado xg. No entanto, hd uma maneira mais direta.

Do problema da ra Do considere que o vetor de estado estacionario que procuramos
T
seja x = [a b c} . Além disso, vamos reescrever a equacao Px = x como Px = Ix. O

que implica que (I — P)x = 0. Substituindo cada um dos valores, segue que:

1 00 0 p 1—p a 0
01 0]—(1=-p O P bl =10
0 01 p 1—p 0 c 0
Ou ainda,
1 —-p p—1]|a 0
p—1 1 —p | |b| = [0]. (7)
—-p p—1 1 c 0

Essa ultima igualdade nos ajuda a perceber que (I — P)x = 0 nada mais é que
um sistema de equagoes lineares homogéneo, com matriz dos coeficientes igual a I — P e

incégnitas a, b e c. Talvez o leitor esteja mais acostumado com a seguinte forma:
a—pb+(p—1)c=0

(p—1)a+b—pc=0
—pa+(p—1)b+c=0
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Substituindo a equacao 3, do sistema de equagoes acima, pelo resultado da soma
da equagao 3 com a equagao 2:
a—pb+(p—1)c=0
(p—Da+b—pc=0 . (8)
—a+pb+(1—p)c=0

Note que as equagoes 1 e 3 do sistema (8) sdo equivalentes. Logo, (8) equivale ao
seguinte sistema:
a—pb+(p—1)c=0 ©)
(p—1a+b—pc=0
Substituindo a equagao 2 de (9) pelo resultado da soma da equagdo 1 com o
produto da equacao 2 por p:
a—pb+(p—1)c=0

10
(pz—p—i-l)a—l—(—pz—i—p—l)c:[) (10)

Dividindo ambos os membros da equacio 2 de (10) por p? —p+ 1:

a—pb+(p—1)c=0 )

a—c=20

Do sistema (11) é facil concluir que a = ¢ e ¢ = b. Dessa forma, a solu¢ao do nosso

sistema é a =b=c=1, com t € R. Ou seja, as solugdes de (7) sao todos os vetores da

forma:
1
t-(1].
1
No entanto, estamos procurando por um vetor de probabilidade, isto é, a+b+c=1.
Entao,

1
a+b+c:1:>t+t+t:1:>3t:1:>t:§.

T
Portanto, o vetor de de estado estacionario ¢é igual [1 /3 1/3 1/ 3] para qualquer

€ (0,1). O que nos permite escrever que
0 p 1-p|[13] [i/3
1-p 0 p | [1/3]| =|1/3].
p 1—p 0 1/3 1/3
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Com isso solucionamos o problema da ra Do, isto é, mostramos que, conforme o
nimero de saltos tende ao ifinito, a probabilidade dela estar no vértice A é de 1/3, assim

como nos demais vértices.

Analisando mais um pouco percebemos que, quando calculamos as solugoes para
Px = x, que nos permitiram chegar ao vetor de estado estacionario do nosso processo,

estavamos calculando um autovetor da matriz P associado ao autovalor 1. De forma geral:

Definicao 3. Considere P uma matriz quadrada n xn e um vetor v € R"™, nao nulo. Se
existe um escalar X de maneira que Av = \v, entdao dizemos que X\ € um autovalor de P e

v € um autovetor de P associado ao autovalor \.

Ademais, procurar por um autovetor v associado a um autovalor A\, conhecido, é
um processo bem mais simples do que procurar pelos autovalores, pois, nesse caso, eles

sdo as raizes do seguinte polinémio, chamado de polindmio caracteristico:

p(A) =det(P— ).

E, como sabemos, eles nem sempre possuem solucao, além de ser um processo
complicado, ja que nado existe uma férmula para polindémios de grau maior do que ou igual

a cinco.

1.1.2 A relacao com o Algoritmo PageRank.

No problema da ra queriamos mostrar que, para n — 0o, a probabilidade dela
estar no vértice A seria de 1/3. Verdade seja dita, o problema ja fornecia a resposta final,
isto é, ja sabiamos que tal probabilidade seria de 1/3. No entanto, em nenhum momento
durante a nossa resolucao fizemos uso desse valor. Para nés é como se a questao nao
houvesse informado que tal probabilidade é de 1/3. Claro, deve existir um outro meio de
resolver esse problema, talvez aplicando os conceitos de limite. Por exemplo, poderiamos
trabalhar com algo do tipo: lim, o a, —1/3 =0. O fato é que nao precisamos saber “a

resposta final” para aplicarmos o nosso método.

O que fizemos, desde o inicio, foi modelar o comportamento da ra Do sobre o
diagrama da Figura 1.1, supondo que os saltos ocorressem de forma permanente. Ao final,
encontramos como resultado um vetor de estado estacionario em que cada uma de suas
entradas corresponde a probabilidade da ra esta, no longo prazo, sobre o respectivo vértice.

E isso é exatamente uma das defini¢oes intuitivas do algoritmo PageRank.

O valor de importancia que esse algoritmo atribui a cada uma das paginas da

Web é, essencialmente, a probabilidade de um usuario arbitrario visitar aquela pagina no



30

longo prazo. E como o algoritmo PageRank encontra essa probabilidade? Ele, basicamente,

modela o comportamento desse usuario, supondo um passeio aleatorio, pelo grafo da Web.

Mas que grafo é esse? E algo parecido com a Figura 1.1, vamos defini-lo no préximo
capitulo, por enquanto imagine essa figura como uma Web que possui apenas trés paginas,
representadas por cada um dos vértices. As setas sdo representacoes dos links entre as
paginas, mais precisamente os forward links e backlinks. Estes sao, tomando a pagina B
como exemplo, os links que chegam a ela; aqueles, os links que partem dela para as demais.
Assim, a pagina B possui dois backlinks e dois forward links. Esses links permitem que, a
cada clique, o usudrio transite entre as paginas. Dessa forma, a entrada (P");; representard

a probabilidade de um usuario arbitrario ir da pagina j a pagina ¢ em n cliques.

O fato é que as entradas do vetor de estado estacionario que encontraremos
poderao ser utilizadas como valores de importancia de cada uma das respectivas paginas.

Tais valores recebem o nome de PageRanks.
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2 RANQUEANDO AS PAGINAS DA WEB

Neste capitulo vamos caminhar com o objetivo de modelar o algoritmo PageRank.
Mas, antes apresentaremos um objeto matematico para representar a Web, ou melhor, para
estudar a estrutura de links da Web. Além disso, no decorrer do texto serao necessarios
calculos envolvendo matrizes de ordens superiores, iremos poupar o leitor de tais calculos,
mas tudo que faremos pode ser reproduzido em ferramentas como Matriz Calculator,
que se encontra disponivel em: <https://matrixcalc.org/pt/vectors.html>. Por fim, o
desenvolvimento deste capitulo foi baseado nas obras (LEHMAN; LEIGHTON; MEYER,
2010), (POOLE, 2014), (BRYAN; LEISE, 2006), (SANTIAGO, 2021), (BRIN; PAGE,
1998) e (MALAJOVICH, 2021).

2.1 O GRAFO DA WEB

Nesta primeira secao nosso objetivo sera estabelecer um modelo que possa ser
utilizado para representar a Web, ou pelo menos um versao simplificada. Tal modelo, além
de nos permitir “enxerga-la”, nos permitira entender algumas de suas caracteristicas. Para

o leitor interessado em um estudo mais profundo, recomendamos (BRODER et al., 2011).

Em um primeiro momento podemos imaginar que essa tarefa é bem complexa,
posto que existem paginas com tamanhos variados e contetidos diversos. No entanto, uma
vez que estamos interessados apenas na relagdo entre as paginas estabelecidas pelos links,

ou seja, a estrutura de links da Web, se torna algo simples.

Os grafos sdo um 6timo objeto matematico que podemos utilizar, pois sao uma
maneira simples de representar relagoes entre pares de objetos. Mas, o que sao grafos? De
uma forma bem grosseira, sdo conjuntos de pontos, chamados de nds ou vértices, e um
conjunto de linhas que conectam alguns desses pares de pontos, indicando alguma espécie

de relacao, chamadas de arestas. Um exemplo é mostrado na Figura 2.1.

Figura 2.1 — Grafo com 7 vértices e 7 arestas

N (D
9

() < ()
() ()

Fonte: (LEHMAN; LEIGHTON; MEYER, 2010), adaptado pelo autor.
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Os vértices representam objetos do nosso interesse, tais como cidades, pessoas,
programas, isto é, dependem do contexto do nosso estudo. Como estamos trabalhando
com a Web, eles representarao as paginas. Além disso, em alguns dos pares de vértices
(paginas) existem arestas. Elas sdo utilizadas, como falamos, para indicar alguma relagao
entre esses vértices. Em nosso caso, estaremos relacionando as arestas com os links. Mas,

antes de apresentarmos o grafo da Web, vamos formalizar algumas nogoes dessa teoria.

2.1.1 Grafos e Grafos direcionados

Definigao 4 (Grafo). Um grafo G é uma estrutura matemdtica constituida por um conjunto
V', nao vazio, cujos elementos sio chamados de vértices (ou nés) de G e um conjunto E
de pares de elementos de V', cujos elementos sao chamados de arestas de G e escrevemos
G=(V,E).

Por exemplo, no grafo G = (V, F) da Figura 2.1 temos:

vV = {a,b,cde, f,g}
E = {{a,b}.{a,c},{b,d} {c.d} {c,e},{e [}, {e.;9}}

Perceba que as arestas {a,b} e {b,a} sdo as mesmas, visto que sdo conjuntos nao
ordenados. Se considerarmos que os vértices desse grafo sao as representagoes de alguns
pontos importantes de uma cidade e as arestas as vias entre esses pontos, significaria que
poderiamos transitar, com algum veiculo, por exemplo, do ponto a até o ponto b e do
ponto b até o ponto a pela mesma via, ou seja, as vias seriam de mao dupla. No entanto,
hé situacoes onde isso nao é possivel, isto é, pode acontecer que algumas das vias nao
possuam mao dupla, permitindo que o fluxo ocorra em apenas um sentido. Alids, isso
ocorre, de fato, na Web. Uma pagina A pode possuir um link que leve o usuario a pagina
B, por outro lado, a pagina B pode nao possuir um /link que leve o usuario a pagina A.
Nesses casos, para que o grafo consiga representar a situacao fielmente, as arestas precisam
ser direcionadas, indicando os percursos permitidos, ou melhor, as relagoes permitidas.

Grafos com essas caracteristicas recebem o nome de grafo direcionado.

Um grafo com arestas direcionadas é chamado de grafo direconado ou digrafo. A

definicao é bem semelhante com a Definicao 4, veja:

Definigao 5 (Grafo direcionado). Um grafo direcionado G (ou digrafo) é uma estrutura
matemdtica constituido por um conjunto de vértices V', nao vazio, e um conjunto de arestas
direcionadas E. Cada aresta direcionada de E € representada por wm par ordenado de

vértices u,v € V.
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No6s podemos representar uma aresta direcionada como um par ordenado de

vértices u,v e denota-la por (u,v) ou u — v, se a dire¢ao for de u para v.

Figura 2.2 — Grafo direcionado com 6 vértices e 10 arestas

@ ©

Fonte: Autoria proépria, 2022.

Por exemplo, no grafo direcionado G = (V, F) da Figura 2.2, temos:

V = {a,bcde, [}
E = {(a,f),(b,a),(b,d), (b, f),(d;c),(d,e),(e.c), (e, f), (f,c). (f,e)}

Em um grafo direcionado podemos definir a no¢ao de grau de saida e grau de
entrada. O grau de saida de um vértice u, denotado por d (u), corresponde ao niimero de
arestas distintas (u,v1),...,(u,vg). O grau de entrada do vértice u, denotado por d~ (u),
corresponde ao nimero de arestas distintas (vy,u),..., (vg,u). Por exemplo, o grau de saida
do vértice f da Figura 2.2 é d*(f) = 2, que corresponde as arestas (f,c) e (f,e). Ja o grau
de entrada de f é d~(f) = 3, que corresponde as arestas (a, f), (b, f) e (e, f).

Definigao 6 (Sumidouro e fonte). Quando o grau de saida de um vértice u é igual a zero,
dizemos que u € um sumidouro. Por outro lado, quando o grau de entrada de um vértice u

¢ igual a zero, dizemos que u é uma fonte.

Na Figura 2.2 temos que o vértice b é uma fonte e o vértice ¢ é um sumidouro.

Podemos, também, definir as no¢oes de passeio e caminho.

Definicao 7 (Passeio). Um passeio em um grafo direcionado G é uma sequéncia de vértices
V0,1, ..,V € arestas (vo,v1),(V1,v2),..., (Vp_1,v%) tais que (vi—1,v) € uma aresta de G

para todo i, onde 0 <i < k.

Por exemplo, na Figura 2.2, (a, f),(f,e), (e, f),(f,¢) é um passeio. Por outro lado,

(a, f),(f,e), (e, f),(f,c),(c,d) ndo é um passeio, pois (¢,d) nao é uma aresta desse grafo.
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Definigao 8 (Caminho). Um caminho em um grafo direcionado G é um passeio onde os

vértices desse passeio sao todos distintos.

Note que, embora (a, f),(f,e), (e, f),(f,c) seja um passeio, ele ndo é um caminho,

pois o vértice f é visitado duas vezes, ou seja, nesse passeio existem vértices iguais.

Por fim, apresentamos a defini¢do de grafo direcionado fortemente conectado.

Definicdo 9 (Grafo fortemente conectado). Um grafo direcionado G é chamado de
fortemente conectado se, para todo par de vértices u,v € V', existe um caminho direcionado

de u para v em G.

Ou seja, a partir de qualquer um dos vértices podemos visitar todos os outros. A

Figura 2.3 é um exemplo de grafo fortemente conectado.

Figura 2.3 — Grafo direcionado fortemente conectado

9

—

Fonte: (LESKOVEC, 2019), adaptado pelo autor.

Podemos, entao, estudar a estrutura de links da Web através de grafos direcionados.
Cada vértice v de um grafo direcionado G, que agora passamos a chamar de grafo da
Web, representa uma pagina. As arestas direcionadas sao as relagoes estabelecidas pelos
links entre os pares de paginas, mais precisamente os forward links e backlinks. Aqueles
sao os links que a pagina v possui e que levam o usudrio a outras paginas, estes, os links
que chegam a péagina v de outras paginas, e fazem com que os usudrios visitem a pagina
v. Perceba que o ntimero de backlinks de uma pagina ¢é igual ao seu grau de entrada e o

numero de forwards links é igual ao grau de saida.

2.2 O ALGORITMO PAGERANK

Nesta secao comecaremos, de fato, a modelar o algoritmo PageRank. Para tal,
apresentamos, primeiramente, uma das principais no¢oes que norteiam toda essa busca
por uma forma de se atribuir um valor de importancia a cada pagina da Web: links como

votos.
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2.2.1 Links como votos

No Capitulo 1 apresentamos uma das nog¢oes intuitivas do algoritmo PageRank.
Nele afirmamos que esse valor de importancia é quantitativo, ou seja, um niimero. No
entanto, mesmo que nao soubéssemos disso seria natural pensarmos em atribuir valores
numéricos a cada uma das paginas, ja que eles possuem relacao de ordem. Por exemplo,
dados os nimeros 0,35 e 0,4 sabemos que 0,4 > 0,35. Isso implicaria que uma pagina com
valor de importancia 0,4 seria mais importante que a pagina com o valor 0,35. Portanto,
se conseguissemos encontrar uma forma de se atribuir um valor numérico a cada uma das
paginas da Web poderiamos utiliza-los para ordena-las. Agora, qual deve ser o nosso ponto

de partida?

Ja que estamos trabalhando com a estrutura de links da Web, um bom ponto de
partida é pensar que a importancia de cada uma das paginas deriva dos seus links, mais
precisamente os backlinks. Em verdade, essa foi a hipotese que Page e Brin levantaram

quando estavam estudando a estrutura de links da Web.

Uma primeira ideia de um possivel método seria atribuir a cada uma das paginas,
como valor de importancia, o seu nimero de backlinks, ou seja, o nimero de links que
ela recebe de outras paginas. Para deixar essa ideia ainda mais intuitva, podemos pensar
nos backlinks como votos. Entao, uma péagina recebe alguns votos (backlinks) e também
pode votar em outras paginas (forward links). A Web se torna uma espécie de democracia,
onde paginas votam para a importancia das outras (BRYAN; LEISE, 2006). Sendo assim,
vamos aplicar esse método no grafo da Web da Figura 2.4. Mas, primeiro estabeleceremos

algumas notagoes.

Cada uma das n paginas (vértices) do grafo da Web serd indexada por um inteiro
k, onde 1 < k < n, tal como a Figura 2.4. Utilizaremos a notacao z; para representar o

valor de importancia da pagina k. Analogamente, dj, e by representarao, respectivamente,

Figura 2.4 — Web de quatro paginas

Fonte: (BRYAN; LEISE, 2006), adaptado pelo autor.
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o numero de forward links e backlinks da pagina k. Por exemplo, na pagina 2 da Web da

Figura 2.4 temos que do =2 e by = 1.

Como falamos, nossa ideia inicial é considerar xj igual ao o nimero de backlinks
da pagina k. Quanto mais votos uma pagina recebe, mais importante ela se torna. Assim,
na Figura 2.4 temos que x1 =2, xro =1, xr3 =2 e x4 = 3. Isso implica que a pagina 4 é
a mais importante, as paginas 1 e 3 tém a mesma importancia e, por fim, a pagina 2 é
a menos importante. Entao, um motor de busca poderia considerar a ordem em que as

paginas aparecem em seus resultados de pesquisa baseada na classificacao da Tabela 2.1.

Tabela 2.1 — Classificagao 1

Classificacao Péagina Valor de importancia

1° 4 3
20 le3 2
3° 2 1

Contudo, perceba que a pagina 1 possui um backlink da pagina mais importante.
Em outras palavras, a pagina mais importante vota na pagina 1. Isso deveria tornar a
pagina 1 mais importante que a pagina 3, concorda? Estamos levando em consideracao que
links de paginas importantes tém um peso maior. Isso vai ao encontro de que o usuario nao
ira preferir apenas as paginas com o maior nimero de backlinks, mas, também, as paginas
que possuem backlinks de qualidade, de paginas importantes. No entanto, o nosso método
ignora essa caracteristica. Alias, ele seria facilmente enganado, visto que poderiamos criar
novas paginas, propositalmente, e, em cada uma, adicionar um forward link para a pagina
que quiséssemos aumentar a importancia. Assim, votos de paginas irrelevantes teriam o

mesmo peso que votos de paginas relevantes.

Sendo assim, esperamos que um bom método de ranqueamento nao leve em
consideracao apenas o nimero de backlinks das paginas, mas, também, que um backlink de
uma pagina importante deve ter um peso maior do que um backlink de uma pagina menos
importante. Ou seja, passamos a nos preocupar, além da quantidade, com a qualidade dos

links.

2.2.2 Aprimorando o método

Uma maneira de traduzir essa nova ideia matematicamente é considerar que cada
voto tem um peso proporcional a importancia da pagina de origem. Por exemplo, se a
pagina k, cuja importancia é xj, possui dj forward links, entao cada um deles tera um

. T . . oy . . . s . s 1
peso igual a ﬁ Do ponto de vista intuitivo, isso significa que a pagina k doara ar de sua
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importancia, xj, para cada uma das paginas que ela possuir um forward link. A Figura
2.5 deixa essa ideia mais clara.

Figura 2.5 — Peso dos links

3
I3
2
3 > -—
— %

! !

Fonte: (LESKOVEC, 2019), adaptado pelo autor.

A importancia da pagina k ainda continuara dependendo da soma de seus backlinks.
No entanto, agora eles possuem pesos diferentes, o que nao nos permiti fazer apenas
xr = by.. Entdo, por exemplo, o valor de importancia da pagina 1 da Figura 2.5 sera igual
a r1 = 2 + 5. Generalizando,
Ty
T = Z Ea
ieF
onde F' é o conjunto das paginas que possuem forward links para a pagina k, ou ainda, o

conjunto das paginas que votam na pagina k.

Agora vamos aplicar esse novo método na Web da Figura 2.4 e ver o acontece:

3
T =ty

2
I
o= —
273
_n T
BTy
x| i) I3
Tp=—+—+—
3 2 2

Podemos escrever esse sistema em sua forma matricial:

0 0 1/2 1 | I

1/3 0 0 0

/ " (12)
1/3 1/2 0 0| |as| |a

1/3 1/2 1/2 0| |z4| |24

Essa equagao parece familiar? Exatamente! Caimos no mesmo problema da ra

Do, isto é, encontrar um vetor de estado estacionario de uma matriz estocastica, ou
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ainda, encontrar o autovetor associado ao autovalor 1. O que nos leva a perguntar se
o que estamos fazendo é procurar pelas probabilidades de um usuario arbitrario visitar
cada uma das paginas da Web no longo prazo. Nesse caso, sim, podemos considerar que
estamos procurando por essas probabilidades. Alids, essa é uma das no¢oes intuitivas do
algoritmo PageRank que apresentamos no Capitulo 1. Neste momento o leitor pode estar
se perguntando se poderiamos aplicar, diretamente, o mesmo método que utilizamos para
solucionar o problema da ra Do. A resposta, novamente, é sim. No entanto, estariamos
escondendo a beleza do processo que é traduzir ideias em linguagem matemaética. Posto

isso, vamos continuar com a solugao.

As componentes dos vetores que satisfazem a equagao (12) sao

4t 4t 2t ; feR
T1=—,T2=—,T3=— € T4=1, com .
1= 2=gn 3= 4

Isto é, todos os vetores da forma
4t/3
4t/9
2t/3

t

No entanto, no problema do Capitulo 1, vimos que x1 +x2 +x3+ x4 = 1, isto
é, estamos procurando por um vetor de probabilidade. Alids, é algo bem intuitivo, pois

podemos considerar que a soma das importancias é igual a 100% = 1. Dessa forma,

+ a9+ 23+ 1:>4t+4t+2t+t 1=t —9
T+ T2+ 3+ 24 = — = +t= =
LT 3793 31

O que nos leva aos seguintes valores de importancia:

1~ 0,387, 29 =0,129, x3~ 0,194 e x4 ~0,290.

Esses valores estao ordenados na Tabela 2.2.

Tabela 2.2 — Classificagao 2

Classificacao Péagina Valor de importancia

10 1 0,387
20 4 0,290
30 3 0,194
40 2 0,129
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Quando comparamos com a Tabela 2.1 vemos que, agora, o valor de importancia
da pagina 1 é maior do que o da pagina 4, embora esta ultima tenha mais backlinks. Uma
das explicagoes para isso é que a pagina 4 possui apenas um forward link, e o mesmo é
direcionado para a pagina 1. Com isso, ao contrario das outras paginas, ela doa 100% de
sua importancia para a pagina 1. Do ponto de vista probabilistico, quando o usuario esta
na pagina 4 a chance dele ir para a pagina 1 é de 100%, consequentemente, a pagina 1

terd uma maior chance de ser visitada no longo prazo.

Com isso, parece que o método para ranquear as paginas da Web estd mais
razoavel. Alids, observando a equacao (12), ele se resume a encontrar o autovetor associado
ao autovalor 1 de uma matriz. Isso nos motiva a definir uma forma mais pratica para
encontrar a matriz a qual pretendemos calcular o autovetor associado ao autovalor 1.
Pois, no exemplo anterior, tivemos que calcular, a partir de (2.2.2), cada um dos valores
de importancia e em seguida converter em uma equac¢ao matricial. Sendo assim, vamos
denomina-la de matriz da Web e representa-la pela letra W. Entao, definiremos a matriz
da Web da seguinte forma:

W d%-’ se j—1
ij = : (13)

0, caso contrario

Ou seja, atribuiremos o valor 1/d; a entrada W;; se a pagina j possuir um

forward link para a pagina i e zero caso contrario.

Se utilizarmos (13) para encontrar a matriz da Web da Figura 2.4 chegaremos ao

seguinte resultado:

0 0 1/2 1
/3 0 0 0
1/3 1/2 0 of

1/3 1/2 1/2 0
que ¢é exatamente a matriz que encontramos quando representamos o sistema de equagoes

(2.2.2) através de uma equacao matricial. Portanto, reforgando a observacao que fizemos

anteriormente, o método se resume a encontrar o autovetor de W associado ao autovalor 1.

A partir daqui podemos fazer alguns questionamentos, como, por exemplo: a
matriz da Web sempre possuird um autovetor associado ao autovalor 17 Nota-se ainda
que, no caso da Web da Figura 2.4, a matriz W é estocastica. O que motiva um outro

questionamento: a matriz W sempre serd estocdstica?

Em geral, para os casos em que a matriz W ¢é estocastica, sempre conseguiremos

encontrar um autovetor de W associado ao autovalor 1. Para demonstrar esse fato, primeiro
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demonstrarmos dois lemas:

Lema 1. Seja u um vetor linha com todas as entradas iguais a 1. Se P é uma matriz

estocdastica, entdo uP = u.

Demonstragdo. Considere a seguinte matriz estocastica P de ordem n:

all a2 ... Qlp
a1 a2 ... Qan
P=
a/nl Cbn2 e ann
Assim,
ail] a2 ... Qin
asr ao2 ... Qaon
uwP = [1 1 1]
anl ap2 ... 0app
= [a11+a21+"‘+an1 ajp+age+---+an2 - a1n+a2n+m+ann}

= u.
[l

Lema 2. Seja P uma matriz quadrada arbitrdria, entio P e PT tém o mesmo polinémio

caracteristico e, dessa forma, os mesmos autovalores.

Demonstracao. Para qualquer matriz P vale que
det(P) = det(PT).
Além disso, os autovalores, A, sdo as solugdes da seguinte equagao:
det(P—A\I)=0.

Como,
(P-A)T =PT - AT = PT - )I,

segue que,
det(P — X)) = det(PT — \I).

Portanto, as matrizes P e PT tém o mesmo polindémio caracteristico e, consequentemente,

0s mesmos autovalores. O
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Teorema 1. Se P é uma matriz estocdstica, entdo 1 é autovalor de P.

Demonstracio. Como P é uma matriz estocastica, sabemos, do Lema 1, que uP = u. Com

isso,

(uP)l =u’ = PTul =T,
Ou seja, u! é um autovetor de P associado ao autovalor 1. Portanto, do Lema 2, temos
que 1 também ¢é autovalor de P. O

Assim, mostramos que uma matriz estocastica sempre possui 1 como autovalor.
Ou ainda, dada uma matriz estocastica P sempre conseguiremos encontrar um vetor
de probabilidade & com a propriedade de que Px = x, definido como vetor de estado

estacionério.

No entanto, ha situagoes em que a matriz W nao é estocastica. Isso ocorre quando

o grafo da Web possue sumidouros, isto é, paginas sem forward links.

2.2.2.1 Web com sumidouros

A matriz da Web da Figura 2.6 é

0 1/2 0
W=11/2 0 0
1/2 1/2 0

Perceba que a coluna correspondente a pagina 3 tem todas as entradas iguais a

zero. Ela é justamente o sumidouro da nossa Web.

Além disso, o inico vetor que satisfaz a equacao matricial

0 1/2 0 1
1/2 0 0 ol = (X2
1/2 1/2 0| |x3 T3

8
—

é o vetor nulo. Isso é consequéncia do fato de que, nesse caso, 1 ndo é autovalor da matriz
W.

Infelizmente esse nao é o tnico problema. Ha casos em que W, mesmo sendo
estocastica, apresenta mais de um vetor de estado estacionario. Nessa situagao, haveria,
no minimo, dois vetores possiveis para os valores de importancia. Estamos nos referindo
aos casos em que o grafo da Web é desconexo. Em outros termos, a Web é constituida de

subwebs.
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Figura 2.6 — Web com sumidouro

O

Fonte: Autoria proépria, 2022.

2.2.2.2 Web constituida de subwebs.

A matriz da Web da Figura 2.7 é

010 0 0
100 0 0
W=lo0 0 1/2 1.
001 0 0
000 1/2 0

Em que dois possiveis vetores de estado estacionario sao:

0 [1/2]

0 1/2
u=1|2/5 e v=]|0
2/5 0

_1/5_ I 0 |

Qual deles usar como valores de importancia das paginas da Web da Figura 2.77
As péginas que u considera como importantes v considera com nenhuma importancia e

vice-versa.

Figura 2.7 — Web com subwebs

)L

Fonte: (BRYAN; LEISE, 2006), adaptado pelo autor.
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O problema da Web com sumidouros é facil de resolver. Na pratica, se um usuério
arbitrario comega a clicar em links aleatérios, provavelmente ficarda preso em uma pagina
sem forward links. Quando isso acontece, tendemos a fazer uma nova busca ou até mesmo
digitar um endereco de uma péagina especifica, o que nos faz sair do sumidouro, é como se
o usuario se teleportasse no grafo da Web. E isso pode ser traduzido na matriz da Web da
seguinte forma: substituimos a coluna de zeros, que corresponde ao sumidouro, por uma
nova coluna com todas as entradas iguais a 1/n, onde n corresponde ao total de paginas.
No caso da matriz W, que corresponde a Web da Figura 2.6, ficariamos com a seguinte

matriz W'

0 1/2 1/3
W'=11/2 0 1/3
1/2 1/2 1/3

T
Cujo vetor de estado estacionario é x = {2/7 2/7 3/7} .

Ja o problema apresentado pela Web da Figura 2.7 é um pouco mais delicado.
Embora a matriz seja estocastica, ela possui dois vetores, linearmente independentes, de

estado estacionario, ou melhor, qualquer vetor w da forma

ty
1
2ta ],
2t9
to

com 2t1 + bty = 1, pode ser considerado como um vetor de estado estacionario daquela

matriz.

Perceba que, quando provamos o Teorema 1, apenas mostramos que toda matriz
estocéstica possui um vetor de estado estacionario. No entanto, em nenhum momento
mencionamos que ele seria tinico. Entao, em que condi¢des uma matriz estocastica possui
um unico vetor de estado estacionario? Isso vai ocorrer quando o subespago associado ao

autovalor 1 da matriz W, que denotamos por Vi (W), tem dimensao 1.

O subespacgo V1 (W) nada mais é do que o conjunto de todos os autovetores v que
sastifazem Wwv =v. J4 a dimensao desse subespaco é definida como sendo igual ao niimero
de vetores de sua base. Mas, o que seria uma base? De uma forma bem resumida, uma
base de Vi (W) é um conjunto de vetores {v1,va, - ,vn} C V1(W) que satisfazem duas
condigbes: primeiro, ele gera V1 (W), ou ainda, qualquer vetor do conjunto V; (W) pode ser

escrito como uma combinagao linear de vy, v2,- -+ ,vp; segundo, o conjunto {v1,va, - ,vn}
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é linearmente independente, isto é, a equacao ajvi + asve + ...+ a,vy, = 0 possui como

Unica solucao a; =ag =... =a, =0.

Como exemplo, podemos pegar o subespago V1 (W) da Web da Figura 2.4. Nesse

caso, vimos que todos os vetores v que satisfazem Wwv = v sao da forma

4/3

4/9

2/3|°
1

t
Assim, a base de Vi(W) possui um tnico vetor, isto é, a dimensao de V;(W) é igual a 1.

E, em geral, para grafos da Web fortemente conectados isso sempre sera verdade.

Por outro lado, no exemplo da Web da Figura 2.7, os vetores que sastifazem

Wwv = v sao da forma

[ t1 ] -1_ -0_
11 1 0
20| =t1- |0| +12-|2].
2o 0 2
to 0 1

T T
Note que [1 100 O} e [O 0 2 2 1| sao LI. Logo, a base de Vi(W)
possui dois vetores e, consequentemente, possui dimensao 2. O que faz com que a matriz

W tenha mais do que um vetor de estado estacionario.

A Web possui diversos problemas, neste trabalho mencionamos apenas dois
(subwebs e sumidouros). Na préxima segdo analisaremos a solugdo que Larry Page e
Sergey Brin encontraram para resolver essas deficiéncias, em especial o problema das

subwebs.

2.2.3 Uma ultima modificacao

O problema da Web com subwebs possui uma certa semelhanca com o problema
da Web com sumidouros. No entanto, dessa vez o usuario nao ficard preso em uma pagina
especifica, mas em um conjunto de paginas. Para resolver aplica-se, novamente, a no¢ao

de teletransporte no grafo da Web, mas de uma forma mais elaborada.

Page e Brin inseriram uma nova constante 0 < p <1, que foi denominada de fator
de amortecimento (damping factor). Entao, definiram uma nova matriz GG, denominada de

matriz do Google, da seguinte forma:

G=(1-p)-W+p-A4A,
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onde A é uma matriz com a mesma ordem de W, isto é, de ordem n, e igual a

1 1

n n
A=|:

1 1

n n

Esse novo modelo indica que, em cada periodo de tempo, um usuario aleatério
tem duas opg¢oes: com probabilidade 1 — p, ele segue um link aleatério da pagina em que se
encontra e, com probabilidade p, ele se teletransporta para uma péagina aleatoria. Ao fator
de amortecimento p, Page e Brin atribuiram o valor 0,15. Ou seja, a estrutura original do
grafo da Web, W, tem um peso maior, ou ainda, o usuario escolhera se teleportar com

menos frequéncia.

Note que, desde que a matriz W seja estocastica, G também é uma matriz

estocastica. Pois,

NGy o= (1—p) > Wij+pd_ Ay

=1 =1 =1
= (1-p)+p
1.

E, além disso, como W;; >0 e A;; > 0 para todo i e 7, pois sdo matrizes estocésticas,
decorre que (1 —p)W;j+pAi; > 0, ou seja, Gy > 0. Em particular, G;; > 0 para p € (0,1],
isto é, G é positiva para p € (0,1].

Por fim, a dimensao de V}(G) é igual a 1 para p € (0,1], ou seja, a matriz G possui
um unico vetor de estado estacionario. Para provar esse fato, primeiro, provaremos dois

lemas.

Lema 3. Se G é uma matriz positiva e estocdstica, entdo qualquer autovetor pertencente

a V1(G) tem todas as componentes positivas ou todas as componentes negativas.

Demonstragao. Considere a seguinte desigualdade triangular:

Zyi
i

< Z|yi|, comy; € R.
7

Perceba que teremos a desigualde estrita quando os sinais de y; forem mistos. Isto é, possui

tanto nimeros positivos quanto negativos. Agora suponha, por contradi¢ao, que x € V1(G),
T

ondex = |x1 -+ x - xn} , ¢ um vetor com as componentes com sinais mistos. Da

equacao G = x, segue que xr; = 2?21 Gijr; e as somas Gj;x; sao de sinais mistos, desde
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que G;; > 0. Da desigualdade trianglular (2.2.3) e sabendo que x; possuem sinais mistos,

decorre que
n n
il = | 3 Gijaj| < 3 Giglajl.
j=1 j=1
Ou seja,
n
jzi| < > Gijlajl. (14)

J=1

Aplicando o somatério i ; & ambos os membros da desigualdade (14), tem-se

Z|$z| < ZZGZJ|$J|

i=15=1

Ou ainda,
n

Z|x2|<ZZG2J|% Z Z:Gw ;1.

=1 1=1j=1 j=1

Como G ¢ estocastica, isto ¢, 37; G;j = 1 para todo j, segue que

n

Z|$Z| < ZZG'LJ|$J| Z ZGU |25 = > |y,
i=15=1 j=1 \i=1 7=1

uma contradigao. Assim, x € V1(G) possui todas as componentes positivas ou todas as

componentes negativas. O

Lema 4. Sejam uw,v € R", com n > 2, vetores linearmente independentes. Entdo, para
algum a e [ reais, ndo ambos iguais a zero, o vetor x = au+ fv tem componentes positivas

e componentes negativas.

Demonstragio. Como u e v sdo linearmente independentes, sabemos que u # 0 e v # 0,
caso contrario, seriam linearmente dependentes. Agora, considere d = > ; u;. Se d =0,
entdo u deve conter elementos de sinais mistos. Assim, fazendo a =1 e =0, podemos

concluir que = au + fv tem componentes positivas e componentes negativas. Por outro
n

lado, se d # 0, tomamos a = —# e 8 =1, entao
n .
d

Logo,

n
S gy ===t Zu,—FZUZ— 1“@ A+ v =0.

i=1 =1

Ou seja, as somas das componentes de x ¢ igual a zero. Como u e v sao linearmente inde-
pendentes, sabemos que x # 0. Portanto, & possui componentes positivas e componentes

negativas. 0
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A partir desses dois lemas podemos provar que a dimensao de V;i(G) é igual a 1.

Teorema 2. Se a matriz G € positiva e estocdstica, entio a dimensdo de V1(G) é 1.

Demonstragio. Do Teorema 1 sabemos que 1 é autovalor de G, logo dim(V1(G)) > 1. Agora
suponha, por contradicao, que existem u e v, linearmente independentes, pertencentes
a Vi(G). Sabemos que, para qualquer a e [ reais, ndo ambos iguais a zero, o vetor
x = au+ Pv deve pertencer a V;(G) e suas componentes sao, pelo Lema 3, ou todas
positivas, ou todas negativas. No entanto, pelo Lema 4, podemos encontrar « e 3 tais que o
vetor @ tenha componentes de sinais mistos, o que é uma contradi¢ao. Logo, dim(V;(G)) < 2.
Implicando dim(V1(G)) = 1. O

De forma geral, para a matriz G vale o seguinte teorema:

Teorema 3 (Perron-Frobenius, caso Markoviano). Seja G uma matriz estocdstica. Entdo,

(i) Se X é autovalor de G, entao |\ <1;
(ii) 1 é autovalor de G;
(7ii) Todo autovalor A de G diferente de 1 verifica |\| <1;

(vi) Ezxiste um autovetor a direita, associado ao autovalor 1, cujas coordenadas sao todas

nao-negativas;

(v) Se G € positiva, entio a dimensdo de V1(G) € igual a 1.

Uma prova para esse Teorema pode ser consultada, detalhadamente, em (MALA-
JOVICH, 2021).

Antes de aplicarmos a matriz GG, tal como foi definida, para calcular os valores
de importancia da Web constituida de subwebs da Figura 2.7, vamos aplica-la na Web de

quatro paginas da Figura 2.4.

Nesse exemplo a Web possui quatro paginas. Entao todas as entradas da matriz

A sdo iguais a 1/4, ou seja,

1/4 1/4 1/4 1/4
1/4 1/4 1/4 1/4
1/4 1/4 1/4 1/4|
1/4 1/4 1/4 1/4
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Logo,

0 0 1/2 1 1/4 1/4 1/4 1/4
/3 0 0 0 +p 1/4 1/4 1/4 1/4 .
/3 1/2 0 0 1/4 1/4 1/4 1/4
/3 1/2 1/2 0 1/4 1/4 1/4 1/4

G=(1-p)

Vamos considerar a constante de amortecimento p igual a 0,15, tal como Page e

Brin propuseram. Assim, apos fazer todos os calculos, chegamos ao seguinte resultado:

3/80 3/80 37/80 71/80
77/240 3/80 3/80  3/80
77/240 37/80 3/80 3/80
77/240 37/80 37/30 3/80

Cujo tnico vetor de estado estacionario possui as seguintes entradas:

11~ 0,368, r29~ 0,142, 23~ 0,202 ¢ z4~0,288.

Esses valores estao organizados na Tablea 2.3.

Tabela 2.3 — Classificagao 3

(Classificacao Péagina Valor de importancia

10 1 0,368
20 4 0,288
30 3 0,202
40 2 0,142

Quando comparamos com a Tabela 2.2, notamos que GG nao alterou a classificacao

das paginas, os valores de importancia tiveram apenas uma leve variacao.

Agora vamos utilizar G para calcular os valores de importancia da Web da Figura

2.7.

Como ela é constituida por 5 paginas, segue que

1/5 1/5 1/5 1/5 1/5]
1/5 1/5 1/5 1/5 1/5
A=|1/5 1/5 1/5 1/5 1/5|.
1/5 1/5 1/5 1/5 1/5
1/5 1/5 1/5 1/5 1/5
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Assim,
0o 10 o o [i/5 1/5 1/5 1/5 1/5]
100 0 0 1/5 1/5 1/5 1/5 1/5
G=(-p)lo 0 0 1/2 1|+p|1/5 1/5 1/5 1/5 1/5].
001 0 0 1/5 1/5 1/5 1/5 1/5
000 1/2 00 [1/51/5 1/5 1/5 1/5

Novamente, vamos considerar p = 0,15. Logo, a nossa matriz do Google é

3/100 22/25 3/100 3/100 3/100]
22/25 3/100 3/100 3/100 3/100
— {3/100 3/100 3/100 91/200 22/25|.
3/100 3/100 22/25 3/100 3/100
3/100 3/100 3/100 91/200 3/100]

Onde o tnico vetor de estado estacionario possui as entradas iguais a

21 = 0,200, 79 =0,200, 732 0,238, 74~ 0,233 e x5~ 0,129.

2.3 CALCULANDO O PAGERANK NA PRATICA

Até aqui calculamos os PageRanks de Webs relativamente pequenas. No entanto,
no momento em que estamos escrevendo esse trabalho, segundo a pégina (Internet Live
Stats, 2022), a Web possui um pouco mais de 1,9 bilhao de péaginas. Calcular o vetor
de estado estacionario de uma matriz de 1,9 bilhao por 1,9 bilhao é uma tarefa que

certamente dard trabalho até mesmo aos melhores computadores. Entdao, como proceder?

De forma resumida, o PageRank é calculado através de iteracoes entre a matriz do
Google e um vetor de estado inicial, normalmente com todas as entradas iguais a %, onde n
é o ntiimero total de paginas da Web. Segundo (PAGE et al., 1999), foram necessérias cerca
de 52 iteracoes para chegar a uma boa aproximacao para os PageRanks de um conjunto

de paginas com cerca de 322 milhdes de links.

Na tabela 2.4 expomos a quantidade de iteracoes necessarias para chegar aos
mesmos valores de importancia, considerando trés casas decimais, que encontramos ao
calcular o vetor de estado estaciondrio da matriz G' da Web com subwebs (Figura 2.7). Para
tal, consideramos o vetor de estado inicial xg = {1/5 1/5 1/5 1/5 1/5}T ep=0,15.



Tabela 2.4 — Iteracdes entre a matriz G e o vetor de estado inicial xg

n  G"-xg Ty

1 G'xzg [0,200 0,200 0,285 0,200 0,115]"
2 G%.x2¢ [0,200 0,200 0,213 0,272 0,115]7
3 G329 [0,200 0,200 0,243 0,211 0,146]"
4 G* xzo [0,200 0,200 0,243 0,237 0,120]"
5 G°-xg [0,200 0,200 0,232 0,237 0,131]7
6 GS-xg [0,200 0,200 0,242 0,228 0,131)"
7 GT-xo [0,200 0,200 0,238 0,236 0,127]7
8 G8-x¢ [0,200 0,200 0,238 0,232 0,130]7
9 GY%-x¢ [0,200 0,200 0,239 0,232 0,129]"
10 G-z [0,200 0,200 0,238 0,233 0,129]"

20

Portanto, o algoritmo PageRank consiste em aplicar a matriz G sucessivas vezes a

um vetor de probabilidade inicial para obter aproximagoes cada vez melhores do vetor de

estado estacionario (SANTIAGO, 2021).
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3 CONSIDERACOES FINAIS

O nosso entorno esta repleto de matematica. No entanto, muitas vezes, nao é
algo simples de perceber. Assim, para conseguirmos enxergéa-la, sobretudo compreendé-la,
precisamos fazer questionamentos, conjecturar, investigar. O interesse por este trabalho
surgiu a partir do momento em que se questionamos como o Google escolhe, com precisao e
eficiéncia, quais paginas mostrar para o usuario que realiza uma busca através dele. A partir
dai, chegamos ao Algoritmo PageRank. Descobrimos que ele é o responsavel por atribuir
um valor, quantitativo, a cada pagina da Web. Este valor corresponde a importancia da
pagina e ¢é utilizado para ranquea-la em ordem de importancia quando o Google apresenta
os resultados de uma busca. E o que esta por tras dele, ou melhor, o que esta por tras
do sucesso do Google? A resposta é simples: a matematica. Desde entao o nosso objetivo
passou a ser compreender e explicar, numa linguagem clara e didatica, como a matematica

estd envolvida no processo de ranqueamento das paginas da Web.

Por tras do algoritmo PageRank encontramos uma das mais interessantes e belas
aplicacoes da Algebra Linear, além de contetdo do campo da Teoria da Probabilidade.
Claro, este trabalho nao é definitivo, tao pouco completo, ainda existem muitas coisas para
serem exploradas com mais profundidade. No entanto, acreditamos que a leitura deste
material proporcionard uma compreensao razoavel do algoritmo PageRank, em especial da

matematica que estar por “baixo dos panos”.

Ademais, além deste trabalho servir como um incentivo ao estudo de assuntos do
campo da Algebra Linear e da Probabilidade, tais como matrizes, sistemas de equacgoes,
processos estocasticos, ele também evidencia, a medida que expoe como o algoritmo foi

modelado, a beleza do processo que é traduzir ideias em linguagem matematica.
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