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RESUMO

Este estudo propde a aplicagdo de algoritmos de aprendizado de maquina voltados para séries
temporais, visando avaliar sua precisdo e selecionar o modelo com a melhor acuracia. O
conjunto de dados utilizado foi obtido de uma usina de geragdo solar na India, disponibilizado
pelo Kaggle. A pesquisa proporciona uma oportunidade Unica de integrar conceitos da
Engenharia Elétrica adquiridos durante a graduagdo com os principios relacionados a Ciéncia
de Dados e Inteligéncia Artificial, enfocando especificamente a analise de Séries Temporais
em um contexto de geracao solar.

Palavras-chave: aprendizado de maquina; séries temporais; energia fotovoltaica; ciéncia de
dados.



ABSTRACT

This study proposes the application of machine learning algorithms focused on Time Series,
aiming to assess their accuracy and select the model with the best accuracy. The dataset used
was obtained from a solar power plant in India, made available by Kaggle. The research
provides a unique opportunity to integrate concepts from Electrical Engineering acquired
during undergraduate studies with principles related to Data Science and Artificial
Intelligence, specifically focusing on the analysis of Time Series in the context of solar
generation.

Keywords: machine learning; time series; photovoltaics; data science.



LISTA DE ILUSTRACOES

Figura 1 — Evolug¢do da capacidade global
Figura 2 — Usina fotovoltaica residencial

Figura 3 — Usina fotovoltaica de grande porte localizada no Piaui

Figura 4 — ARIMA

Figura 5 — Metodologia do trabalho

Figura 6 — Correlagdo de varidveis

Figura 7 — Geragao CC x CA em kW pela irradiagao
Figura 8 — Irradiacdo x temp. médulo

Figura 9 — Irradiagdo x producao diaria (kW)
Figura 10 — Geragao CA (kW) x Hora

Figura 11 — Fluxo de tratamento de dados

Figura 12 — Varidveis selecionadas

Figura 13 — Data e hora

Figura 14 — Aplicagdo dos algoritmos

Figura 15 — Geragdo CA

Figura 16 — Previsdes Poténcia CA (kW) pelo Prophet

15
16
17
23
28
31
32
33
34
35
37
37
38
40
42
43



LISTA DE TABELAS

Tabela 1 — Base de estudo de geragdo da usina 1.
Tabela 2 — Base de estudo do clima da usina 1.
Tabela 3 — Teste ADF.

Tabela 4 — Métricas de avaliacdo.

29
30
41
44



ADF
ARIMA

CA
CC
CNN
GW

IEA
IRENA
MAE
RMSE

SVM

TCC
™

LISTA DE ABREVIATURAS E SIGLAS

Teste de Dickey-Fuller Aumentado

Médias Moveis Integradas AutoRegressivas
Ciclo

Corrente Alternada

Corrente Continua

Rede Neural Convolucional

Gigawatt (unidade de poténcia equivalente a um bilhdo de watts)
Variagao Irregular

Agéncia Internacional de Energia

Agéncia Internacional de Energias Renovaveis
Erro Absoluto Médio

Erro Quadratico Médio

Sazonalidade

Maquina de Vetores de Suporte

Tendéncia

Trabalho de Conclusdo de Curso

Terawatt (unidade de poténcia equivalente a um trilhdo de watts)



SUMARIO

1. INTRODUGAO . ... errrenererenrsesesesessssesessssssssssesssesssssssssssssssssssesssssssssssssssssssssssssssssans
1.1. DESCRICAO DO PROBLEMAL.......ooumimiieeeeeeeeeeeeeeee e
L.2. OBJETIVOS. ...ttt et e et e et e e et e e s aae e essaeeenseeessseeeenseeennsaeenns
1.2.1. ODBJetiVO GEIal.....cccuiiiiiiiieiieeiee ettt e e e eeaeeenees
1.2.2. Objetivos ESPECITICOS. ....uuiiiiiieiiiieiiie ettt ettt
1.3 ESTRUTURA DO TRABALHO......cootitieieee ettt
2. FUNDAMENTACAO TEORICA . ...ouereeeereneerensesesessesssesssssssessesessasssessssessessssssessssesees
2.1. ENERGIA SOLAR ..ottt e et e e st e e e et e e e s naaeee e nnnes
2.2. APRENDIZADO DE MAQUINA . ......otiuieiieeeeeeeeee oo
2.2.1. APLICACOES DE ALGORITMOS SUPERVISIONADOS...........ccceoovvrvererererreeerernnns
2.2.1.1. Classificagao de €-MailS........c.eeouerriieiieiiieieeieeie ettt ettt eeens
2.2.1.2. DIagnOStiCO MEAICO....c.ueiiierierrieriieiieriierieesieeteeteeseeseesseesesssesssesssesssessnesssesssessns
2.2.1.3. Reconhecimento de IMAZENS.........ccueerreeriierieeniiesieeieesreeseereeseeseeseesesssesssesssensns
2.2.1.4. Previsdes N0 Mercado fINANCEIT0.........cueecuieeriieeriieeieerree et eeieeereeeeeeeereeseneeenees
2.2.2. APLICACOES DE ALGORITMOS NAO SUPERVISIONADOS.........cccccovvevrrrnnne.
2.2.2.1. Agrupamento de dados..........eoeeierieririeienineeteee e
2.2.2.2. Geragao de recoOmMENdagOES. .......cuveeiuireereieeeieeeieeete e et eetee et e et ettt
2.2.2.3. Deteccao de anomalias............oueeeueeieriieeieeeie et eetee et ettt et ere e ns
2.3. MODELOS PREDITIVOS.......oii ittt ettt teeeiveeeae e s e svaeesnnee e
e T TR 2 o3 (T T J PSP
2.3.2. ClaSSIfICAGAOD. .. .eeiieuriee ettt ettt et e et e et e e et e e e e eate e e e etaeeeennnes
2.3.3. SEIIES tRIMPOTAIS. ...veuveveeuientirtieitetertestt et et st eit et et et et e tesbeeatebestesbeeatebesbesbeeseeeene
24T MAE . ettt b et b e e h ettt b et e et e
2.4.2. RZSCORE......oeeeeee ettt ettt ettt b et et e s ettt entesreeneeneens
TR 01 N = USSR
2.4.4. TESTE DICKEY-FULLER
3. METODOLOGIA
3.3.1. SELECAO DE VARIAVEIS........coooiiiiiieeeieeeeeeeeeeeeee e
3.3.2. LIMPEZA DE VALORES AUSENTES.......ccteitiirteireieeeeeeseeeeie e
3.3.3. TRATAMENTO DE DATA E HORA........cooiiiieieieeeeee et
3.3.4. MANUSEIO DE OUTLIERS.......coiiiieeeeeeeee ettt
4. RESULTADOS DO MODELGQ.....cuniiiiiirnriccsssnsecsssssssossssssssssssssssssssssssssssssssssssssssssssssssss
5. CONSIDERACOES FINAIS......cceceerererererrareresesessssesesessssssssesssssessssssesssssssssesesssssssasessssses
REFERENCIAS




12

1. INTRODUCAO

Segundo a Agéncia Internacional de Energia Renovavel (IRENA), no final de 2022, o
mundo testemunhou um aumento notdvel na capacidade global de geracdo de energia
renovavel, atingindo 3372 Gigawatts (GW). Esse aumento registrou um crescimento recorde
de 295 GW, representando um aumento de 9,6% em comparagao ao ano anterior. Além disso,
83% de toda a capacidade energética adicionada ao longo do ano foi proveniente de fontes de
energia renovavel.

Os dados mais recentes, apresentados nas Estatisticas de Capacidade Renovavel de
2023 pela IRENA, confirmam a continuacdo desse crescimento surpreendente. Isso ocorre
mesmo em meio a incertezas globais, reforcando a tendéncia de declinio na produgdo de
energia a partir de combustiveis fosseis. A crescente demanda por fontes de energia
sustentavel e limpa coloca a energia solar no centro das atengdes como uma solugdo
ecologicamente correta para atender as necessidades energéticas globais (IRENA, 2022).
Nesse contexto, o desenvolvimento de modelos preditivos de geragao de energia solar se torna
fundamental para otimizar o uso dessa fonte de energia renovavel.

Este Projeto Final de Curso (PFC) concentra-se na aplicagdo e analise de modelos
preditivos de geragdo de energia solar utilizando algoritmos de aprendizado de maquina com
intuito de selecionar o modelo com melhor assertividade para as peculiaridades de uma usina

estudada de geracio de energia solar localizada na India, composta por 22 inversores.

1.1. DESCRICAO DO PROBLEMA

E notavel o crescimento projetado das energias renovaveis, conforme indicado pelo
relatorio da Agéncia Internacional de Energia (IEA) de 2021. A previsdo de que as energias
renovaveis representardo quase 95% do aumento da capacidade de energia global até 2026 ¢
um passo significativo na transi¢do para uma matriz energética mais sustentavel.

O aumento previsto de 60% no uso de fontes renovaveis nos proximos cinco anos em
comparagao com os numeros de 2020 destaca a rdpida adocao e integracao dessas tecnologias
no setor energético global. Esse crescimento pode ser atribuido, em parte, ao reconhecimento
dos beneficios ambientais e econdOmicos das energias renovaveis.

A aspiragdo de muitos paises em zerar as emissoes liquidas de carbono até 2050, como
afirmam Sales e Uhlig (2021), demonstra um compromisso coletivo em combater as

mudancgas climaticas. Essa meta ambiciosa exige a implementagdo de politicas e praticas
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sustentaveis, bem como a continua inovacao tecnologica para alcangar um equilibrio entre o
desenvolvimento econdmico e a preservagdo do meio ambiente.

O setor de energia desempenha um papel crucial nessa transi¢ao, e a absor¢do rapida
das tecnologias emergentes ¢ fundamental para atingir esses objetivos. A colaboracao global e
o investimento em pesquisa € desenvolvimento sdo essenciais para impulsionar ainda mais a
eficiéncia e a acessibilidade das energias renovaveis.

Essas tecnologias se tornam cada vez mais presentes na geracao € consumo de energia
elétrica, visando reduzir impactos causados pelo alto consumo e otimizando o processo de

geracdo de energia.

1.2.  OBJETIVOS
1.2.1. Objetivo Geral

Utilizando dois conjuntos de dados disponibilizado pela plataforma Kaggle, coletados
ao longo de um periodo de 34 dias de uma usina de energia solar na india, composta por 22
inversores que oferecem informacdes tanto sobre a planta da usina quanto realiza uma
monitorizagdo sobre as condi¢des climaticas da regido, o proposito central deste trabalho ¢
analisar a aplicabilidade dos algoritmos de aprendizado de maquina com intuito de selecionar

o modelo com melhor acurécia na previsdo de geragdo de energia solar na usina em questao.
1.2.2. Objetivos Especificos

Para alcangar o proposito global, ¢ essencial adotar um procedimento que abranja a
analise criteriosa de dados, o tratamento adequado, a selecdo do algoritmo, a avaliacdo do
modelo empregado e a defini¢do precisa do mesmo. Portanto, torna-se necessario desdobrar

esses elementos em objetivos especificos, a fim de estabelecer um processo bem definido.
Os objetivos especificos delineados para este estudo compreendem:

e Andlise exploratoria e tratamento de dados: realizar tratamento e classificagdo eficazes
nos dados coletados da usina de energia solar na India. Este passo ¢ fundamental para
garantir a qualidade e a consisténcia necessarias durante as fases subsequentes da

analise;

e Aplicacdo de Algoritmos de machine learning: definir e justificar a escolha dos

algoritmos de machine learning que serdo empregados no desenvolvimento do modelo
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preditivo. Esta etapa visa garantir uma abordagem alinhada com os objetivos do

estudo e a natureza dos dados disponiveis;

e Treinamento e avaliagdo de modelos: implementar o treinamento dos modelos
preditivos utilizando os conjuntos de dados preparados, seguido por uma avaliagao
rigorosa do desempenho. Essa andlise critica permitira a identificagdo de pontos fortes

e areas de aprimoramento em cada modelo;

e Defini¢do do modelo com melhor desempenho: selecionar o modelo com o melhor
desempenho, considerando métricas especificas de avaliagdo. Esta etapa ¢ crucial para
escolher a solugdo mais eficiente e precisa para a previsao da geracdo de energia solar

na regido estudada.
1.3 ESTRUTURA DO TRABALHO

O presente trabalho estd organizado em cinco se¢des, comegando pela introdugdo
(secdo atual) e seguido por fundamentac¢do tedrica, metodologia, resultados e conclusao.

Na secdo 2 de fundamentacgdo teorica, serao explorados os conceitos essenciais para a
compreensdo do trabalho. Essa se¢do incluira subsegdes que elucidam os temas de energia
solar, aprendizado de maquina e suas aplicagdes, além das métricas utilizadas para avaliar o
desempenho dos algoritmos.

A secdo 3 detalha a metodologia adotada, delineando cada processo de maneira
individual. Serdo apresentadas a base de estudos utilizada e as etapas de analise exploratoéria,
tratamento de dados, aplicacdo e validacao dos algoritmos.

A secdo 4 discute os resultados obtidos, destacando qual algoritmo demonstrou melhor
desempenho com base nas métricas de avaliagao.

Por fim, a se¢do 5 traz a conclusao do trabalho, apresentando os desdobramentos dos

objetivos propostos e delineando as expectativas futuras relacionadas ao projeto desenvolvido.
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2. FUNDAMENTACAO TEORICA

Primeiramente, ¢ fundamental adquirir compreensdo acerca dos temas que orientam
esta pesquisa. No decorrer deste capitulo, exploraremos o panorama de expansao da energia
solar e seus conceitos basicos, discutiremos os fundamentos do aprendizado de méaquina,
abordaremos sua aplicacdo e avaliagdo, e aprofundaremos o entendimento sobre o conceito de

séries temporais.
2.1. ENERGIA SOLAR

Em 2022, a capacidade global de energia solar registrou um notavel crescimento de
240 GW, alcangando uma marca acumulada impressionante de 1,2 TW, conforme revelado
por uma andlise da Agéncia Internacional de Energia (IEA). Os resultados destacam que 23
nacdes implementaram sistemas com pelo menos 1 gigawatt, enquanto 16 dessas atingiram
uma capacidade acumulada superior a 10 GW até o final do ano, conforme pode ser

observado na Figura 1.
Figura 1 — Evolugédo da capacidade global.
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Fonte: Portal Solar, 2023.

Esse notavel aumento na capacidade global de energia solar em 2022 ndo apenas
reflete uma tendéncia de progresso significativo, mas também sublinha a crescente
importancia da transi¢ao para fontes renovaveis (PORTAL SOLAR, 2023).

A energia solar ¢ uma fonte alternativa, renovavel e sustentavel de energia que deriva

da radiagdo eletromagnética (luz e calor) emitida pelo sol. Diversas tecnologias aproveitam
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essa energia, incluindo aquecedores solares, painéis fotovoltaicos e usinas heliotérmicas
(DUFFIE, J. A.; BECKMAN, W. A.; MCGOWAN, J. G, 1985).

A conversdo da energia solar em eletricidade ¢ realizada pela tecnologia fotovoltaica.
Os painéis solares, compostos por células fotovoltaicas geralmente feitas de silicio, captam a
luz solar e a convertem em eletricidade por meio do efeito fotovoltaico. Esse efeito ocorre
quando a radiagdo solar excita os elétrons nos dtomos do material semicondutor, gerando
corrente elétrica (DUFFIE, J. A.; BECKMAN, W. A.; MCGOWAN, J. G, 1985).

Um sistema solar fotovoltaico basico, apresentado na Figura 2, inclui painéis solares,
inversor, controlador de carga e/ou baterias (quando usado em sistemas isolados da rede
elétrica). Os painéis geram corrente continua (CC), convertida em corrente alternada (CA)
pelo inversor, tornando-a compativel com dispositivos elétricos convencionais. O controlador
de carga regula a carga e descarga das baterias em sistemas isolados. A energia gerada
alimenta a casa, e o excedente pode ser devolvido a concessiondria de energia, gerando

créditos (DUFFIE, J. A.; BECKMAN, W. A.; MCGOWAN, J. G, 1985).

Figura 2 — Usina fotovoltaica residencial.
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Fonte: FOTON ENGENHARIA, 2023.

Existem dois tipos principais de sistemas: residenciais e usinas. As usinas residenciais
(Figura 2) sdo projetadas para atender as necessidades de uma casa, compreendendo painéis
solares e inversores. Elas podem suprir toda a demanda residencial, incluindo iluminagao,
ar-condicionado e eletrodomésticos (SIDERURGIA BRASIL, 2022).

As usinas de grande porte (Figura 3) sdo projetadas para atender a grandes
consumidores, como empresas ¢ industrias. Com milhares de painéis solares instalados em

areas extensas com exposi¢do solar, essas usinas podem gerar quantidades significativas de
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eletricidade, sendo uma opgdo viavel para atender as necessidades de grandes consumidores

(SIDERURGIA BRASIL, 2022).

Figura 3 — Usina fotovoltaica de grande porte localizada no Piaui.

Fonte: PORTAL SIDERURGIA, 2022.

2.2.  APRENDIZADO DE MAQUINA

O aprendizado de maquina pode ser definido como um ramo da inteligéncia artificial
que permite que os computadores aprendam com os dados fornecidos, sem a necessidade de
serem explicitamente programados para realizar uma tarefa especifica. Este campo ¢
comumente dividido em dois paradigmas principais: aprendizado supervisionado e
aprendizado nao supervisionado. No aprendizado supervisionado, os modelos sdo treinados
com conjuntos de dados que incluem exemplos de entrada e saida correspondentes. Isso
permite que o computador associe entradas especificas a saidas desejadas, capacitando-o a
fazer previsdes precisas para novos conjuntos de dados (SING, 2019).

Em contrapartida, o aprendizado ndo supervisionado implica no treinamento de
modelos utilizando conjuntos de dados desprovidos de saidas conhecidas. Nesse contexto, a
énfase reside na identificacdo de padrdes intrinsecos nos dados, viabilizando a agregacao de
informagdes similares ou a previsao de dados ainda ndo observados. Essas abordagens nao
apenas se distinguem em termos de metodologia, mas também encontram aplicagdes
especificas em diversas 4areas. Para além desses dois paradigmas, outras facetas do
aprendizado de maquina merecem destaque, como o aprendizado por reforco, que envolve a
capacidade do modelo em realizar acdes em um ambiente, recebendo recompensas ou

penalidades com base no desempenho dessas agdes (SING, 2019).
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Desafios inerentes ao aprendizado de maquina incluem questdes de overfitting e
underfitting, onde os modelos podem se ajustar demais ou insuficientemente,
respectivamente, aos dados de treinamento, ¢ a sele¢do apropriada de recursos, fundamental
para o desempenho ideal. A interpretabilidade dos modelos também se destaca como uma
preocupagdo crescente, especialmente em contextos nos quais compreender as decisdes
tomadas pelos algoritmos ¢ crucial (SING, 2019).

Na pratica, o aprendizado de maquina ¢ amplamente empregado em diversas
aplicagcdes. Desde o reconhecimento de imagens, onde o aprendizado supervisionado ¢
utilizado para classificar objetos, até o processamento de linguagem natural, onde técnicas
ndo supervisionadas podem ser utilizadas para detectar anomalias, associar compras
realizadas, agrupar tipos de clientes e diversas outras atribuigdes. A medida que os modelos se
tornam mais avangados, ¢ imperativo abordar consideragdes éticas e de seguranga, destacando

a importancia de um desenvolvimento cuidadoso e responsavel dessas tecnologias inovadoras

(RODRIGUEZ-GALIANO;SANCHEZ-CASTILLO;CHICA-OLMO;CHICA-RIVAS, 2015).
2.2.1. APLICACOES DE ALGORITMOS SUPERVISIONADOS

Os modelos supervisionados desempenham um papel crucial na era da inteligéncia
artificial, oferecendo solugdes poderosas para uma variedade de problemas complexos. Ao
permitir que algoritmos aprendam a partir de dados rotulados, esses modelos tém a
capacidade de generalizar padrdes e realizar tarefas especificas com notdvel precisdo. Nas
proximas segdes, serdo apresentados alguns cendrios em que a aplicabilidade desses modelos

se faz necessaria (SING, 2019).

2.2.1.1. Classificacao de e-mails

Utilizado para tratar o alto volume de mensagens eletronicas, modelos supervisionados
como M4aquinas de Vetores de Suporte (SVM), Redes Neurais ¢ Naive Bayes desempenham
um papel vital. Ao aprender padrdes a partir de exemplos rotulados, esses algoritmos
capacitam sistemas a identificar com precisdo e eficiéncia e-mails como "spam" ou "ndo
spam", contribuindo para uma experiéncia mais segura e livre de inconvenientes para os

usuarios (GERON, 2019).
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2.2.1.2. Diagnostico médico

Em um contexto de saude, a aplicacdo de modelos supervisionados como arvores de
decisdo e redes neurais oferece uma abordagem promissora para a classificagdo de pacientes.
A andlise de caracteristicas médicas e historico clinico permite a identificacdo eficaz de
portadores ou ndo de uma doenca, fornecendo aos profissionais de satide ferramentas valiosas

para tomada de decisdes precisas e personalizadas (GERON, 2019).

2.2.1.3. Reconhecimento de imagens

No universo visual, modelos supervisionados como Redes Neurais Convolucionais
(CNN) e SVM desempenham um papel central no reconhecimento de padrdoes em imagens.
Esses algoritmos capacitam sistemas a identificar objetos, rostos e padrdes, sendo essenciais
para aplicagdes como reconhecimento facial e categorizagdo de objetos, tanto em ambientes

de seguranga quanto em solugdes de organizagio de dados visuais (GERON, 2019).

2.2.1.4. PrevisOes no mercado financeiro

A complexidade do mercado financeiro encontra resposta na aplicagdo de modelos
supervisionados, como séries temporais e regressao linear. Ao analisar padrdes historicos e
indicadores financeiros, esses algoritmos oferecem ferramentas valiosas para prever o valor
futuro de agdes (GERON, 2019).

Em sintese, a aplicagdo de modelos supervisionados destaca-se como uma abordagem
eficaz em diversos dominios, capacitando sistemas a aprender e realizar tarefas complexas

com base em exemplos rotulados.

2.2.2. APLICACOES DE ALGORITMOS NAO SUPERVISIONADOS

Enquanto os modelos supervisionados destacam-se na aprendizagem a partir de dados
rotulados, os modelos nao supervisionados abordam desafios complexos de maneira diferente,
explorando padrdes e estruturas intrinsecas nos dados. Nesta secdo, examinaremos a aplicacao
desses modelos em diversas areas, como agrupamento de dados, geracdao de recomendacdes e

deteccao de anomalias (SING, 2019).
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2.2.2.1. Agrupamento de dados

Os modelos ndo supervisionados, como o k-Means e o Hierarchical Clustering,
desempenham um papel importante no agrupamento de dados, sendo abordagens comumente
utilizadas em diversos nichos de mercado como publicidade e recursos humanos. Esses
algoritmos identificam padrdes nao rotulados, agrupando observagdes similares e revelando
estruturas subjacentes nos conjuntos de dados. Essa abordagem ¢ essencial em areas como
segmentacdo de clientes, onde a identificagdo de grupos sem informagdes prévias pode guiar

estratégias de marketing mais eficazes (RASCHKA;PATTERSON;NOLET, 2020).

2.2.2.2. Geragao de recomendagoes

Nos dominios de comércio eletronico e entretenimento, modelos nao supervisionados,
incluindo sistemas de recomendagdo baseados em fatoracdo de matrizes, t€m um impacto
significativo. Ao analisar padrdes de comportamento de usudrios sem depender de rotulos
explicitos, esses algoritmos geram recomendacdes personalizadas, melhorando a experiéncia
do usuario e impulsionando a relevancia de produtos e conteudos

(RASCHKA;PATTERSON;NOLET, 2020).

2.2.2.3. Detec¢ao de anomalias

Na seguranca e na manutencdo de sistemas, modelos nao supervisionados como
Isolation Forests € One-Class SVM sdo cruciais para a detec¢do de anomalias. Ao aprender o
comportamento normal dos dados, esses algoritmos destacam padrdes andmalos, alertando
para atividades suspeitas ou falhas, contribuindo para a seguranga ¢ estabilidade de sistemas
complexos (GERON, 2019).

Os modelos nao supervisionados desempenham um papel crucial na revelagao de
padrdes ocultos e estruturas intrinsecas nos dados, sem depender de rotulos explicitos. Essa
abordagem, fundamental para desafios onde a natureza dos dados é complexa ou
desconhecida, continua a impulsionar avancos significativos em diversas areas, desde a
organizacao eficiente de informagdes até a melhoria da seguranca e da experiéncia do usuario

(GERON, 2019).
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2.3.  MODELOS PREDITIVOS

Os modelos preditivos representam uma peca fundamental no arsenal da inteligéncia
artificial, permitindo a antecipacdo de eventos e comportamentos futuros com base em
padroes e dados histéricos. Neste contexto, exploraremos diferentes tipos de modelos
preditivos, destacando sua aplicacdo em areas como financas, saude, energia e¢ andlise de
comportamento do usuario online

(RODRIGUEZ-GALIANO;SANCHEZ-CASTILLO;CHICA-OLMO;CHICA-RIVAS, 2015).

2.3.1. Regressao

Os modelos de regressao entram em cena quando a variavel de saida desejada ¢
continua. Em finangas, por exemplo, esses modelos podem prever o preco futuro de acdes
com base em indicadores historicos, oferecendo aos investidores uma ferramenta valiosa para

tomada de decisdes informadas diante da volatilidade do mercado (GERON, 2019).

2.3.2. Classificagao

Para variaveis de saida categoricas, os modelos de classificagdo sdo essenciais. Na
area da satde, esses modelos podem prever se um paciente tem ou ndo uma determinada
condi¢ao médica, utilizando resultados de exames e historico clinico. Essa abordagem facilita

diagnosticos precoces e otimiza o processo de cuidados médicos (GERON, 2019).

2.3.3. Séries temporais

O conceito de séries temporais ¢ definido como um conjunto de valores de um
fendomeno especifico ao longo do tempo, onde essa variagdo temporal (Y) ¢ dividida em
intervalos uniformes (NIELSEN, 2021). Esse tipo de série apresenta componentes que

caracterizam seu comportamento, sendo expresso matematicamente pela Equacao (1):
Y=T+C+S+I (1)
Os parametros sao definidos da seguinte forma:

e Tendéncia (T): observa a dire¢ao geral de crescimento ou decrescimento de

uma variavel ao longo do tempo.

e Ciclo (C): analisa padrdes que se repetem em curtos intervalos de tempo,

indicando ciclos recorrentes.
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e Sazonalidade (S): descreve variagdes especificas em momentos particulares do

tempo, como sazonalidades sazonais.

e Variacao Irregular (I): refere-se a flutuagdes imprevisiveis causadas por fatores

externos fora de controle.

Quando a temporalidade ¢ crucial, os modelos de séries temporais assumem
protagonismo. No setor de energia, por exemplo, esses modelos podem prever a demanda de
eletricidade para os proximos meses, incorporando sazonalidades e padrdes historicos,
possibilitando um planejamento eficiente da produgao.

Dentro dos algoritmos mais utilizados nos dia de hoje, dois se destacam, sendo eles o
modelo estatistico ARIMA (Autoregressive Integrated Moving Average) e o framework de

aprendizado de maquina desenvolvido pelo Facebook, o Prophet.

Cada tipo de modelo preditivo aborda contextos especificos e oferece solucdes

distintas para problemas relacionados a previsdo, permitindo uma aplicagdo versatil em

diferentes dominios.
2.3.3.1. ALGORITMO ARIMA

A analise e previsao de séries temporais sao elementos fundamentais em diversas
disciplinas, fornecendo informagdes essenciais para a tomada de decisdes embasadas. Nesse
cenario, 0 ARIMA se destaca como uma ferramenta estatistica essencial, amplamente adotada
devido a sua capacidade de modelar padrdes temporais complexos. A partir da figura 4,

entende-se como estao dispostos os parametros no modelo estatistico.
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Figura 4 — ARIMA.

Integracao / Diferenciagao
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Fonte: Autoria propria, 2023.

O ARIMA desmembra uma série temporal em trés componentes principais, cada uma
contribuindo para uma compreensdo abrangente da dindmica temporal dos dados. A
Auto-regressdo (AR) captura a dependéncia linear entre uma observagao atual e seus valores
passados, representada pela ordem de auto-regressdao "p". A Diferenciacdo (I) € crucial para
tornar a série estacionaria, removendo tendéncias e sazonalidades, com a ordem de
diferenciagdo "d"indicando a quantidade de diferencia¢des necessarias. A Média Movel (MA)
modela a dependéncia entre uma observag¢do e os erros residuais de um modelo de média
movel aplicado a observagoes passadas, com a ordem da média mével "g" definindo o nimero
de erros residuais considerados (NIELSEN, 2021).

A determinagdo dos pardmetros p, d € q € uma etapa critica na construcdo de um
modelo ARIMA eficaz, garantindo uma representacdo precisa da complexidade inerente a
série temporal. Para simplificar esse processo, a biblioteca “pmdarima”' em Python apresenta
a funcdo “auto arima”, que automatiza a escolha de pardmetros por meio de uma abordagem
passo a passo. Essa automagdo reduz a complexidade associada a selecdo manual de
parametros, tornando o ARIMA uma ferramenta acessivel e eficiente, especialmente em
cenarios que envolvem grandes conjuntos de dados temporais (NIELSEN, 2021).

Em sintese, 0 ARIMA oferece uma base tedrica robusta para a modelagem de séries

temporais, proporcionando uma abordagem sistematica para compreender e prever padrdes

! pmdarima: Hyndman RJ, & Athanasopoulos G. (2018). pmdarima: An open source Python package
for ARIMA modeling. Journal of Open Source Software, 3(32), 1026. https://doi.org
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em dados temporais. A inclusdo da fun¢do “auto_arima” adiciona uma camada de automagao,

aprimorando a aplicabilidade pratica desse modelo estatistico.
2.3.3.2. ALGORITMO FACEBOOK PROPHET

O Facebook Prophet ¢ uma framework de previsdo de séries temporais desenvolvida
para simplificar a complexa tarefa de modelagem e previsdo, tornando-a acessivel até mesmo
para usuarios com pouca experiéncia nesse dominio. Criado pela equipe de pesquisa do
Facebook, o Prophet opera com uma abordagem flexivel e eficaz para lidar com uma
variedade de padroes temporais (BOSCOA, 2022).

O funcionamento do Prophet ¢ caracterizado por diversos componentes-chave.
Primeiramente, o modelo identifica e modela automaticamente a tendéncia temporal dos
dados, ajustando-se a mudangas significativas ao longo do tempo, permitindo uma
representacdo mais precisa de padrdes de crescimento ou declinio ndo lineares. Além disso, o
Prophet lida eficientemente com padrdes sazonais, como variagdes didrias, mensais ou anuais,
captando automaticamente as sazonalidades e facilitando previsdes em séries temporais com
ciclos regulares (BOSCOA, 2022).

Outra caracteristica distintiva ¢ a capacidade do Prophet de incorporar informacdes
sobre feriados. Essa funcionalidade permite ao modelo considerar eventos especificos que
podem impactar as s€ries temporais, resultando em previsdes mais precisas durante periodos
de feriados ou eventos especiais. Além disso, o Prophet ¢ robusto em relagdao a dados ausentes
(outliers), conseguindo lidar eficientemente com lacunas, uma qualidade valiosa em situagdes
do mundo real, onde dados incompletos sdo comuns (DATARISK, 2023).

O Facebook Prophet se destaca como uma solucdo robusta para previsdes de séries
temporais. Sua notavel facilidade de uso, exigindo poucos ajustes de parametros, aliada a
rapidez nas previsoes, o torna ideal para analises em tempo real. Além disso, sua flexibilidade
permite uma ampla gama de aplicagdes, desde previsdes financeiras até andlises cientificas.
Em resumo, o Prophet ¢ uma ferramenta valiosa e adaptavel, consolidando-se como uma

escolha confidvel em diversas situacdes praticas (DATARISK, 2023).
2.4. METRICAS DE AVALIACAO

A avaliagdo de modelos de aprendizado de maquina ¢ uma etapa crucial no
desenvolvimento de solugdes eficazes e precisas. As métricas desempenham um papel
fundamental nesse processo, oferecendo uma maneira quantitativa de medir o desempenho do

modelo em relacdo aos dados observados. Dentre as métricas comumente utilizadas, o MAE
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(Erro Absoluto Médio), R? (coeficiente de determinacdo) e RMSE (Erro Quadratico Médio)
desempenham papéis especificos, cada um trazendo pontos valiosos sobre diferentes aspectos

do desempenho do modelo (GERON, 2019).
24.1. MAE

O MAE ¢ uma métrica comumente utilizada para avaliar o desempenho de modelos de
previsdo ou regressao. Ele quantifica a média absoluta dos erros entre as previsdes do modelo
e os valores reais. O MAE ¢ calculado da seguinte maneira, conforme exposto pela Equagao 2
(CARMO;SILVA, 2023):

MAE == 3, |yi — ¥il @)

l

T

Onde:
e n ¢ o numero total de observagdes.
e i ¢ o valor real da observacao i.

® Yi ¢ a previsdo do modelo para a observagao de i.

2.4.2. R*SCORE

O R? ¢ uma métrica estatistica frequentemente utilizada para avaliar o desempenho de
modelos de regressdo. Essa métrica fornece uma medida da propor¢do da variabilidade da
variavel dependente que ¢ explicada pelas variaveis independentes do modelo. O R? varia de 0

a 1, onde:

e R?=0: O modelo nao explica nenhuma variabilidade na variavel dependente.
e R>=I: O modelo explica completamente a variabilidade na variavel

dependente.

O calculo do R? ¢ feito pela formula exibida abaixo pela Equagao 3:

‘%(yi—?i)z'
R2 =1 — 1= 3)

¥ (yi—9)°
i=1

e n ¢ o numero total de observagdes.
e i ¢ o valor real da observagao i.

® Yi ¢ aprevisdo do modelo para a observagao de i.
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e Y ¢ amédia dos valores reais de y.

Em termos simples, o R* avalia a adequagdo do modelo em relagdo a variabilidade
dos dados reais. Um R? mais préximo de 1 indica que o modelo ajusta-se bem aos dados,
enquanto um R? préoximo de 0 sugere que o modelo ndao ¢ eficaz na explicacdo da
variabilidade observada. No entanto, o R? também tem limitacdes, especialmente em modelos
complexos ou com sobreajuste (overfiting), e deve ser interpretado juntamente com outras

métricas de desempenho (GERON, 2019).
2.4.3. RMSE

O RMSE ¢ uma métrica amplamente utilizada para avaliar a precisdo de modelos de
previsdo ou regressdo. Ele mede a média da raiz quadrada dos erros quadrados entre as
previsdoes do modelo e os valores reais. O RMSE ¢ calculado pela formula abaixo, exposta na
Equacao 4:

7

1Y (Yi-Y¥i)?
i=1

RMSE = FT (4)

Onde:
e n ¢ o numero total de observagdes.
® Yi ¢ o valor real da observacao 1.

e Yi¢ aprevisdo do modelo para a observagao de i.

O RMSE penaliza erros maiores de maneira mais significativa do que erros menores
devido ao processo de elevacao do quadrado. A raiz quadrada ¢ entdo aplicada para retornar a
métrica a mesma unidade da variavel original, facilitando a interpretacao.

Em termos simples, o RMSE mais baixo indica melhor desempenho do modelo,
refletindo previsdes mais proximas dos valores reais. Essa métrica, embora util, requer
interpretagdo em conjunto com outras informagdes e consideracdes especificas do contexto

(GERON, 2019).
2.4.4. TESTE DICKEY-FULLER

O Teste de Dickey-Fuller ¢ uma ferramenta estatistica utilizada para avaliar a
estacionariedade de uma série temporal. Ele ¢ projetado para testar a presenga de uma raiz

unitaria em uma série, o que € crucial para determinar se a série € estaciondria ou nao.
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A hipotese nula do teste ¢ que a série temporal possui uma raiz unitaria, o que implica
ndo estacionariedade. Se o teste rejeitar a hipdtese nula com um nivel de significancia
estabelecido, isso sugere que a série € estaciondria, indicando a auséncia de tendéncias ou
padrdes sistematicos.

O resultado do teste ¢ geralmente interpretado usando um valor-p (p-value). Se o
valor-p for menor que um nivel de significancia critico (como 0,05), a hipétese nula ¢
rejeitada, indicando estacionariedade. Se o valor-p for maior que o nivel de significancia, ndao
ha evidéncia suficiente para rejeitar a hipotese nula, sugerindo nao estacionariedade.

Em resumo, o Teste de Dickey-Fuller ¢ uma ferramenta valiosa para verificar se uma
série temporal € estaciondria, uma propriedade fundamental em muitos métodos de andlise de

séries temporais (NIELSEN, 2021).
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3. METODOLOGIA

O projeto em analise segue o fluxograma apresentado na Figura 5, detalhando os

processos envolvidos e buscando alcancgar €xito na selecdo do modelo de previsao.

Figura 5 — Metodologia do trabalho.
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Fonte: Autoria propria, 2023.
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Este estudo adota uma abordagem metodoldgica abrangente, iniciando com uma
analise exploratoria dos dados para compreender sua estrutura e caracteristicas. Essa analise ¢
essencial para compreender as caracteristicas do conjunto de dados e, assim, escolher os
algoritmos mais adequados.

Em seguida, procede-se ao tratamento dos dados, que inclui etapas de limpeza e
normalizagdo, preparando-os para a aplicacdo de algoritmos de machine learning. A escolha
criteriosa dos algoritmos ¢ baseada nos insights adquiridos na analise exploratoria, garantindo
que eles sejam adequados ao conjunto de dados especifico.

O treinamento e a avaliacdo do modelo sdo realizados de forma iterativa, visando
otimizar continuamente o desempenho. A combinacao da analise exploratoria com a aplicacao
de técnicas de machine learning tem como objetivo proporcionar resultados confidveis e

insights valiosos para este estudo.
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3.1. BASE DE ESTUDO

O presente estudo faz uso de uma base de dados publica hospedada no Kaggle’,
intitulada "Solar Power Generation Data". Esta base de dados engloba informagdes referentes
a geragdao de energia e as condi¢des climaticas de duas usinas fotovoltaicas localizadas na
india, durante um periodo de 34 dias nos meses de maio a junho. E crucial destacar que a
andlise se restringe exclusivamente a uma das usinas.

A escolha desse banco de dados especifico decorre do conjunto de informacgdes
proporcionado pelo monitoramento climatico da regido, resultando em uma maior eficiéncia
no desenvolvimento do trabalho e otimizacdo do tempo no processo de extracdo de dados.
Considera-se esse estudo como o ponto de partida para futuras aplicagdes académicas.

A unidade de geragdo de energia ¢é representada por duas tabelas, uma abrangendo os
componentes do sistema de geragdo e outra abordando as condi¢des climaticas locais a cada
intervalo de 15 minutos ao longo do dia. A Tabela 1 fornece uma visdo geral do escopo das
informagdes contidas no banco de dados, relacionadas a producdo de eletricidade e seus

fatores associados.
Tabela 1 — Base de estudo de geracdo da usina 1

DATA HORA POTENCIA CC POTENCIA AC PRODUCAC DIARIA PRODUCAO TOTAL [NWVERSOR

31/05/2020 07:00 1215.12 118.15 73.500 7.328 INVERSCORE
28/05/2020 15:30 8386.42 §20.68 7.7086 T.264 INVERSORS
28/05/2020 13:30 7660.85 7459.04 6.031 6.287 INVERSCRZ

Fonte: Dados da pesquisa, 2023.

Onde os principais parametros da tabela 1 incluem:

e DATA_ HORA: indica a data e a hora em que a informacao foi registrada.

e INVERSOR: identificador exclusivo para cada inversor.

e POTENCIA_CC: representa a geragdo de corrente continua.

e POTENCIA CA: reflete a geragao de corrente alternada.

e PRODUCAO DIARIA: indica a quantidade de energia gerada diariamente,
permitindo uma analise do desempenho ao longo do tempo.

e PRODUCAO_TOTAL: representa a geragao total acumulada.

2 Anikannal.  (2023). Solar Power Generation Data. Kaggle. Retrieved from

https://www.kaggle.com/datasets/anikannal/solar-power-generation-data
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A Tabela 2 apresenta os dados referentes ao clima na regido da usina, conforme

podemos observar abaixo:

Tabela 2 — Base de estudo do clima da usina 1

DATA HORA TEMF AMBIENTE TEMF MODULO IRRAD TACAD
31/05/2020 07:00 22.7& 23.13 0.082451
28/05/2020 15:30 33.45 4%.20 0.572510
28/05/2020 13:30 32.80 4977 0.513674

Fonte: Dados da pesquisa, 2023.

Onde os principais parametros da tabela 2 incluem:

e TEMP_ AMBIENTE: temperatura no dmbito da usina;
e TEMP_MODULO: temperatura referente aos modulos fotovoltaicos;
o TRRADIACAUO: irradiagdo sobre a usina.

Ap0s realizar um prévio entendimento acerca das varidveis dispostas nos bancos de
dados, foi realizada uma unido dos conjuntos com intuito de mesclar informagdes e obter

melhores avaliagOes sobre a usina.
3.2.  ANALISE EXPLORATORIA

A anélise em questdo concentrou-se em compreender as interacdes entre as varidveis
envolvidas, assim como o desempenho da usina em torno de uma varidvel alvo relacionada a
poténcia de corrente alternada (CA). O objetivo ¢ extrair informag¢des mais aprofundadas com
intuito de orientar o desenvolvimento continuo do trabalho e sinalizar possiveis modificagoes,
caso necessarias.

O ponto inicial de investigacao, conforme ilustrado na Figura 6, consistiu na andlise
das correlagcdes entre as variaveis em questdo, realizado por meio da funcdo .corr() da
biblioteca pandas® e com o objetivo de discernir as informagdes pertinentes das que sdo

consideradas irrelevantes.

? pandas. (2023). Pandas Documentation. Retrieved from https://pandas.pydata.org/docs/
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Figura 6 — Correlagdo de variaveis.
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Fonte: Dados da pesquisa, 2023.

Ao analisar os dados, ¢ evidente a presenca de correlagdes substanciais entre diversas
variaveis, alinhando-se com as expectativas prévias. Notavelmente, as poténcias de corrente
continua (CC) e corrente alternada (CA) apresentam uma correlagdo extremamente forte,
indicando uma relacdo direta e proporcional entre elas. Esta constatagdo destaca-se como um
ponto crucial para a compreensdo do desempenho dos inversores no sistema.

A temperatura do moédulo fotovoltaico surge como um fator de grande influéncia,
manifestando uma correlacao significativa com tanto a irradiacdo solar quanto a temperatura
ambiente. A inter-relagdo aponta para a importancia de considerar o impacto ambiental nas
condi¢des de operacdo dos modulos, uma vez que variagdes na temperatura podem influenciar
diretamente a eficiéncia do sistema.

Além disso, a analise revela uma forte correlacdo entre a producdo didria e a hora do
dia, indicando uma relacao direta e proporcional entre essas variaveis. Esse apontamento
sugere que a hora do dia desempenha um papel crucial na determinagdo da producdo diaria,
ressaltando a relevancia de uma gestdo temporal eficiente para otimizagdo do desempenho do
sistema.

Em resumo, a observacdo atenta das correlacoes entre as variaveis fornece

informagdes valiosas sobre o funcionamento do sistema, apontando para areas especificas que
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merecem uma aten¢do mais detalhada durante a andlise e otimizacdo do sistema de energia
solar em questao.

Continuando a andlise e aprofundando na primeira correlagdo identificada, que diz
respeito a relagcdo entre as poténcias, conforme ilustrado na Figura 7, notou-se que, embora a
relacdo entre as poténcias seja proporcional, o crescimento ndo ocorre em uma escala
semelhante. Surpreendentemente, constatou-se que a geragdo de corrente alternada (CA)
representa apenas 10% da geracdo de corrente continua (CC). O desequilibrio encontrado
sugere a existéncia de possiveis problemas nos inversores da usina, podendo estar
relacionados a questdes de manutengdo ou mesmo a vida Util dos equipamentos.

A discrepancia observada entre a geracdo de CC e CA destaca-se como um ponto
critico, exigindo uma investigacdo mais aprofundada para identificar e corrigir as potenciais
falhas nos inversores. Essa analise mais detalhada podera fornecer informacgdes para melhorar
a eficiéncia do sistema como um todo, contribuindo para um desempenho mais consistente e

otimizado ao longo do tempo.

Figura 7 — Geragdo CC x CA em kW pela irradiacao.
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Fonte: Dados da pesquisa, 2023.

Entretanto, ¢ importante ressaltar que a analise mais aprofundada necessaria para
identificar as causas do desequilibrio na geracdo de corrente continua (CC) e corrente
alternada (CA) ndo estd dentro do escopo do presente projeto. Optamos, portanto, por destacar
a possivel existéncia desse problema e concentrar nossos esfor¢os no objetivo principal: a
previsdo da geracao na usina com base nas condic¢des atuais.

Ao focar na previsdo da geracdo, podemos direcionar nossos recursos para otimizar e

aprimorar a precisdo do modelo, considerando as variaveis relevantes sem, necessariamente,
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resolver de imediato as questdes relacionadas aos inversores. Este enfoque estratégico nos
permitird atender aos objetivos estabelecidos para este projeto, enquanto a questdo dos
inversores pode ser tratada posteriormente em uma andlise mais especifica e direcionada.

No que diz respeito a relacdo entre a irradiacdo e a temperatura do moddulo,
observa-se, conforme evidenciado na Figura 8, a temperatura do modulo no momento ¢

consequéncia da irradiagao.

Figura 8 — Irradiagdo x temp. modulo
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Fonte: Autoria propria, 2023.

Ambas as variaveis, irradiagdo e temperatura do modulo, desempenham papéis
cruciais no monitoramento eficaz da usina. A constatacdo de que o relacionamento entre essas
variaveis nao estd sendo respeitado sugere a possibilidade da existéncia de um defeito. Isso
ressalta a importdncia de monitorar de perto esses parametros, pois qualquer desvio do
comportamento esperado pode indicar problemas operacionais ou falhas nos componentes do
sistema.

A seguir, na Figura 9, é possivel observar o padrao de comportamento da produgdo

diaria em relagdo a irradiagao.
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Figura 9 — Irradiagdo x produgdo diaria (kW)
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Fonte: Dados da pesquisa, 2023.

O comportamento em questdo apresenta uma distribuicdo normal, evidenciando que a
producao esta diretamente vinculada aos valores de irradiagdo. Nota-se que a producdo segue
as oscilagdes correspondentes nos niveis de irradiacdo ao longo do periodo de monitoramento.
Essa relacdo proxima entre a producdo didria e a irradiacdo destaca a sensibilidade do sistema
a variac¢ao na intensidade da luz solar, reforcando a importancia de considerar essa variavel ao
realizar previsdes ou otimizagdes no contexto da usina.

Concluindo a analise, foi crucial conduzir a detec¢ao de valores atipicos, conhecidos
como outliers. Outliers sao pontos que se destacam, ndo seguindo o padrdo esperado, e podem
indicar eventos como desligamentos na usina, problemas nos equipamentos, ou outras
irregularidades. A Figura 10 proporciona uma analise da geragdo de corrente alternada (CA)
ao longo do dia na usina, permitindo a identificacdo de padrdes e potenciais outliers. Este
passo ¢ fundamental para garantir a integridade dos dados e promover uma compreensao mais
precisa do comportamento do sistema, contribuindo assim para uma analise mais robusta e

confiavel.
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Figura 10 — Geragdo CA (kW) x Hora.
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Fonte: Dados da pesquisa, 2023.

A figura 10, expde uma grafico conhecido como boxplot, um boxplot ¢ um grafico
estatistico que oferece uma representacio visual da distribuicdo de um conjunto de dados. Ele
inclui uma caixa que abrange o intervalo interquartil com uma linha indicando a mediana. Os
"bigodes" se estendem até os valores extremos dentro de um alcance aceitavel, e pontos fora
desse alcance s@o considerados outliers. O boxplot € util para visualizar a dispersdo, simetria e
presenga de valores atipicos em um conjunto de dados.

Ao analisar a figura 10, destaca-se uma presenga significativa de valores zero na
geracdo durante o intervalo de 9:00 as 15:00. Em contextos de geracdo solar, esse padrao
requer uma investigacdo aprofundada. Como sugerido pela Figura 7, existe uma possivel
indicagdo de defeito nos inversores da usina, o que pode explicar esses valores abaixo do
esperado. No entanto, ¢ importante ressaltar que essa analise mais detalhada estd além do
escopo do presente projeto.

Dado que o foco principal reside na assertividade do modelo de previsdo, optamos por
desconsiderar esses valores e exclui-los do conjunto de dados. Vale mencionar que foram
identificados 63 valores zero nesse intervalo de tempo, aproximadamente 0,09% dos dados
totais (68.778), uma quantidade considerada irrelevante em relacao ao tamanho total do banco
de dados disponivel. Essa abordagem visa garantir a consisténcia e confiabilidade dos dados

utilizados no desenvolvimento do modelo de previsao.
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Em resumo, a analise exploratdria possibilitou uma compreensdo do estado
operacional da usina, identificando as principais varidveis a serem avaliadas e destacando o
impacto delas sobre a variavel alvo relacionada a poténcia de corrente alternada (CA). Essa
abordagem forneceu grandes informagdes sobre a inter-relacdo entre diferentes parametros,
evidenciando 4reas de ateng¢do e, potencialmente, indicando a necessidade de futuras
investigacdes para otimiza¢do e manutencao do sistema. O entendimento obtido por meio da
analise exploratdria servira como base solida para o desenvolvimento e aprimoramento do

modelo de previsdo, contribuindo para a eficiéncia e confiabilidade da operagao da usina.
3.3. TRATAMENTO DE DADOS

A etapa de tratamento de dados, muitas vezes denominada pré-processamento de
dados, ¢ uma fase crucial no ciclo de vida da analise de dados, desempenhando um papel
fundamental na transformagdo de dados brutos em informagdes valiosas e prontas para
analise. Esta etapa ocorre antes da aplicacdo de algoritmos ou técnicas analiticas, e seu
principal objetivo ¢ garantir que os dados estejam em um estado adequado para serem
utilizados de forma eficaz.

Contextualizando melhor, podemos entender essa etapa como um processo de
refinamento e organizacdo dos dados brutos coletados durante a fase de aquisi¢do. Durante a
coleta, os dados podem apresentar uma variedade de desafios, como inconsisténcias, valores
ausentes, outliers e formatos diversos. A etapa de tratamento visa abordar esses desafios,
tornando os dados mais confidveis, consistentes e prontos para analise.

Na Figura 11, é possivel visualizar a estrutura e organizacao adotadas para o processo
de pré-processamento de dados no ambito deste trabalho. A figura oferece uma representagao
grafica que ilustra de forma clara como as etapas de selecdo de varidveis, limpeza de valores
ausentes, tratamento de data e manuseio de outliers foram delineadas e integradas,
proporcionando uma compreensdo visual do fluxo de trabalho adotado para preparar os dados

brutos para analises subsequentes.



37

Figura 11 — Fluxo de tratamento de dados.
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Fonte: Autoria propria, 2023.

3.3.1. SELECAO DE VARIAVEIS

Com base na correlagdo identificada na Figura 6 durante a andlise exploratoria,
notou-se que algumas varidveis exercem um impacto mais significativo sobre as demais. Essa
observagdo possibilitou a selecdo criteriosa das varidveis que apresentam uma relagdo mais
forte, visando otimizar o processamento durante o desenvolvimento do modelo. Essa
abordagem visa concentrar os esfor¢os nas caracteristicas mais relevantes, contribuindo para a
eficiéncia e desempenho aprimorados do modelo em questdo. Na Figura 12, podemos

observar as variaveis selecionadas.

Figura 12 — Variaveis selecionadas.
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Fonte: Dados da pesquisa, 2023.

Conforme mencionado anteriormente, a selecdo das variaveis foi conduzida com base
em suas correlagdes, dando prioridade aquelas que apresentam uma correlagdo principal com
a variavel alvo "POTENCIA_AC". A tultima sera a variavel com a qual nos dedicaremos para
realizar a previsdo. Essa abordagem estratégica visa direcionar o foco analitico para as
caracteristicas que mais influenciam a variavel de interesse, fortalecendo a capacidade de

previsao do modelo.
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3.3.2. LIMPEZA DE VALORES AUSENTES

A limpeza de valores ausentes ¢ uma etapa essencial no pré-processamento de dados,
crucial para garantir a qualidade das andlises. Ao remover ou tratar dados faltantes, evita-se
polarizacdo nos resultados, preserva a consisténcia e otimiza o desempenho de modelos
analiticos. Isso facilita a interpretagao clara dos resultados, previne erros em analises futuras e
conserva recursos computacionais. Em resumo, a limpeza de valores ausentes ¢ fundamental
para assegurar a precisao e confiabilidade das informagdes provenientes dos dados.

Na secdo 3.2, examinou-se a possivel presenga de valores faltantes, mas constatou-se
que eles ndo estavam presentes em nosso conjunto de dados. Com isso, avangaremos para as
demais etapas de tratamento. Entretanto, ¢ crucial enfatizar a importancia de realizar essa
verificagdo para validar a confiabilidade dos dados manipulados e assegurar a necessidade

desta etapa no processo de pré-processamento.
3.3.3. TRATAMENTO DE DATA E HORA

O tratamento das varidveis de data e hora desempenha um papel crucial no processo
de pré-processamento de dados, sendo essencial para a preparacdo adequada dos dados
destinados a analises subsequentes. Um aspecto fundamental desse tratamento ¢é a
padronizagdo de formatos de data, exposto na Figura 13, garantindo consisténcia e facilitando
a interpretacdo dos dados. Além disso, a extragao de informagdes relevantes a partir de
varidveis temporais, como dia da semana ou més, enriquece a analise e pode ser crucial para a

constru¢ao de modelos preditivos mais robustos.

Figura 13 — Data e hora.
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2020-05-26 20:30:00
Fonte: Autoria propria

Além disso, o tratamento aprimora a capacidade de indexagdo e filtragem, tornando

mais facil a selecdo de intervalos temporais especificos para analise. A visualizacdo de dados
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temporais também ¢ beneficiada, com graficos mais claros e precisos. Em cendrios nos quais
o conjunto de dados contém informagdes de diversas fontes, o tratamento de datas e horas
facilita a sincronizagdo e integragdo coesa desses dados.

A capacidade de realizar calculos precisos de duragdo e intervalo entre eventos ¢ outra
vantagem significativa do tratamento das variaveis temporais. Em resumo, o tratamento
adequado das variaveis de data e hora ¢ essencial para garantir a qualidade, consisténcia e
utilidade dos dados em analises temporais. Essa pratica ndo apenas facilita a interpretacao e
visualizagdo, mas também prepara os dados de maneira eficaz para serem utilizados em

modelos analiticos e preditivos, contribuindo para insights mais precisos e informados.
3.3.4. MANUSEIO DE OUTLIERS

Como mencionado durante a analise exploratoria, a identificagdo de outliers foi uma
observagao destacada, conforme ilustrado na Figura 10. Abordar valores atipicos ¢ uma parte
crucial do pré-processamento de dados, e ¢ importante ressaltar que a exclusdo nem sempre €
a abordagem correta. Neste trabalho, a decisdo de exclusao foi tomada considerando que esses
valores poderiam impactar negativamente o comportamento do algoritmo. Além disso, a
analise aprofundada para compreender a razao por tras da baixa geragao nao estava dentro do
escopo do projeto. Cada decisdo de tratamento de outliers deve ser cuidadosamente
ponderada, levando em conta os objetivos especificos do projeto e o impacto potencial na
validade e interpretacao dos resultados.

Em conclusdo, a etapa abrangente de tratamento de dados foi realizada de forma
meticulosa, incluindo a limpeza de valores ausentes, o tratamento de outliers e a adequagdo
das variaveis de data e hora. Essas acOes foram essenciais para garantir a integridade e
qualidade do conjunto de dados. Agora, com os dados preparados e refinados, deve-se
avangar para as etapas subsequentes relacionadas ao desenvolvimento do modelo. Este
processo robusto de pré-processamento estabeleceu uma base solida, proporcionando dados
confiaveis e consistentes que servirdo como alicerce para andlises mais aprofundadas e a

construcdo efetiva do modelo preditivo.
3.4. APLICACAO DO MODELO

Neste estudo, foi explorada a aplicacdo de dois algoritmos amplamente utilizados,
ARIMA e Facebook Prophet, na previsao da geracao de energia solar. Com o objetivo de

simplificar o processamento e facilitar a visualizacao, restringimos nossos dados de treino e
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teste a um intervalo especifico, do dia 13 ao dia 16 de junho, dividindo 70% do periodo para
treino e 30% para validacao/teste.

A aplicagdo dos modelos, ilustrada na Figura 14, compreendeu a separacdo do
conjunto de dados em conjuntos de treinamento e teste, com foco exclusivo no treinamento
durante o intervalo de 13 a 16 de junho. Para avaliar o desempenho de cada modelo,
restringimos o periodo de teste ao dia 16 de junho. A delimita¢do desses intervalos tem como
unico propdsito otimizar a capacidade de processamento dos algoritmos, preservando o

objetivo principal de identificar o desempenho superior entre os modelos aplicados.

Figura 14 — Aplicagdo dos algoritmos.
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Fonte: Autoria propria, 2023.

Ainda durante a fase de aplicagdo dos modelos, realizou-se um teste de
estacionariedade. Em séries temporais estaciondrias, média, varidncia e covariancia
permanecem constantes ao longo do tempo, possibilitando previsdes confidveis com base na
suposicdo de que o comportamento futuro serd semelhante ao passado. Se a série temporal
ndo for estacionaria, podendo apresentar tendéncias ou sazonalidade, ¢ necessario
transforma-la para atingir a estacionariedade antes de aplicar modelos de previsao.

Para constatar se a série ¢ estacionaria ou ndo, foi utilizado o teste estatistico de
Dickey-Fuller, a fim de observar varidveis como termo ADF, p value e valores criticos,

conforme observa-se na Tabela 3.
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Tabela 3 — Teste ADF.

ADF -3,821

P Value 8,8027

Valores criticos 1% 5% 10%
-3,455 -2,872 -2,572

Fonte: Dados da pesquisa, 2023.

Em nossa analise, o teste ADF exibe um valor expressivamente negativo, fornecendo
uma evidéncia robusta contra a existéncia de uma raiz unitdria, o que sugere a nao
estacionariedade na série temporal. Adicionalmente, o valor de p ¢ significativamente
pequeno, inferior ao nivel de significancia convencional de 0,05. Consolidando ainda mais a
rejeicdo da hipotese nula de raiz unitéria, os valores criticos (1%, 5% e 10%) estdo abaixo do
valor de ADF, corroborando a presenca de estacionariedade.

ApoOs a constatacdo da estacionariedade da série e da implementacdo de ambos os
algoritmos, avanga-se para a etapa de validacdo do modelo. Nessa fase, serd realizada a
aplicacdo de métricas estatisticas como a principal ferramenta de avaliagdo e comparagao

entre os modelos utilizados.
3.4.1. Aplicagdo do ARIMA

Ao empregar o modelo ARIMA, o qual o resultado obtido esta apresentado na Figura
16, é possivel analisar tanto o padrdo da previsdo gerada pelo ARIMA quanto os dados reais

ja existentes em nosso conjunto de dados
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Figura 15 — Geragédo CA.
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Fonte: Dados da pesquisa, 2023.

Como resultado da aplicacdo do modelo ARIMA, nota-se que a curva de previsao
acompanha significativamente os dados de teste, indicando um ajuste s6lido ao modelo. No
entanto, ¢ importante ressaltar que a presenca de alguns valores negativos pode ter um

impacto na integridade geral do modelo.
3.4.2. Aplicagdo do Facebook Prophet

Conforme mencionado anteriormente, ao treinar e aplicar o modelo do Facebook
Prophet, é necessario dividir o conjunto de dados em conjuntos de treino e teste. Na Figura 17
abaixo, apresentamos a representagdo visual da execugdo das previsdes, destacando a

comparagao entre esses dois conjuntos previamente mencionados.
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Figura 16 — Previsdes Poténcia CA (kW) pelo Prophet
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Fonte: Dados da pesquisa, 2023.

A previsao, ainda que tenha acertado boa parte do comportamento das curvas de treino
e teste, abrange uma area que apresenta potencial negativo (destacada em laranja na figura). A
possivel razao para esse cenario pode ser associada ao sobreajuste do modelo. O sobreajuste
ocorre quando um modelo se adapta de maneira excessiva aos dados de treinamento,
comprometendo sua capacidade de generalizagcdo para novos dados. Nessas circunstancias, o
modelo pode gerar previsdes impraticaveis, manifestando-se, por exemplo, em valores

negativos.
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4. RESULTADOS DO MODELO

Para validar os modelos, utilizaremos trés métricas estatisticas essenciais: R? Score,
MAE e RMSE. Essas métricas desempenhardo um papel crucial na avaliacdo da precisdo de
ambos os modelos.

A avaliacdo entre cada métrica varia de acordo com suas caracteristicas particulares,

vejamos:

® R? Score: Quanto maior, melhor. O R? Score varia de 0 a 1, onde 1 indica um ajuste
perfeito do modelo aos dados e 0 indica que o modelo ndo explica a variabilidade dos
dados.

e MAE (Erro Absoluto Médio): Quanto menor, melhor. O MAE ¢ a média das
diferengas absolutas entre as previsdes do modelo e os valores reais. Um MAE mais
baixo indica que o modelo tem menor erro médio.

e RMSE (Erro Quadratico Médio): Quanto menor, melhor. O RMSE ¢ a raiz quadrada
da média dos erros quadrados entre as previsdes ¢ os valores reais. Assim como o

MAE, um RMSE mais baixo indica um modelo mais preciso.

Na tabela 4, estdo expostos os resultados de cada métrica, vejamos abaixo:

Tabela 4 — Métricas de avaliagdo.

ARIMA Prophet

R* Score 8.894825 8.8973688
MAE 15.882,18 28.236,22
RMSE 25.488,388 27.849,77

Fonte: Dados da pesquisa, 2023.

Ao analisar a validag¢do dos algoritmos, observa-se que o Facebook Prophet supera o
modelo ARIMA no que diz respeito ao R? Score, embora ambos tenham se aproximado
significativamente do valor 1. No entanto, em relagcdo as outras métricas (MAE ¢ RMSE), o
ARIMA se destacou de maneira substancial, revelando uma maior precisdo em comparagao

a0 seu concorrente.
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5. CONSIDERACOES FINAIS

O estudo dedicado a aplicagao de modelos preditivos de aprendizado de maquina em
séries temporais acompanha os avangos tecnoldgicos no setor de geracdo solar obtidos nos
ultimos anos. Inicialmente, foi proposta a andlise da viabilidade desses modelos em um
cenério especifico, a usina localizada na India. Ao seguir a metodologia estabelecida para
analise, tratamento de dados e implementacdo do modelo, pode-se examinar o desempenho do
algoritmo de aprendizado de maquina Facebook Prophet em comparagdo com o modelo
estatistico ARIMA.

Ao concluir a andlise e implementacao, observamos que o modelo ARIMA superou o
Prophet em termos de desempenho, embora ambos tenham apresentado previsdes que se
distanciaram da realidade. Vale ressaltar a escolha da Poténcia CA como variavel alvo, pois,
ao visar o desempenho da usina, identificamos potenciais defeitos nos equipamentos durante a
analise exploratoria.

Como oportunidade de aprimoramento, sugerimos a implementagao e teste de outros
algoritmos baseado em outras formas de aprendizado de maquina além das séries temporais,
bem como a adaptagdo do algoritmo a diferentes contextos, tanto em areas residenciais quanto
em usinas de grande porte, como abordado neste trabalho. Essas melhorias sdo de grande
relevancia para o mercado solar atual, pois, além dos calculos de demanda realizados, prever a
geracdo com base nas condigdes locais valorizard o produto e diminuird a necessidade de

futuras manutengdes corretivas nas usinas.
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